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あらまし 睡眠解析・研究における重要な検査に，マウスの睡眠ステージ（睡眠状態）判定がある．現在，睡眠ステー
ジ判定は，主に熟練者による目視で行われており，多くの時間と労力を必要としている．この問題を解決すべく，こ
れまでにも自動睡眠ステージ判定手法が提案されているが，専門家の代替として十分な精度は満たされていない．ま
た，過去の睡眠研究と比べて小規模なデータによる検証されておらず，マウスの個体差やノイズに対する頑健性が十
分考慮されていない点など，睡眠研究で実用できるか不明瞭であるといった問題があった．本研究では，波形検出等
で優れた成果を示した深層学習（畳み込みニューラルネット，Long short-term memory）を用いることで，従来手法
と比べて高い精度を持った睡眠ステージ判定手法を開発した．また，マウス 4200匹からなる大規模なデータベースを
用いることで，本手法がマウス個体差やノイズに対する高い頑健性を有することを示した．本手法は，一般的な睡眠
研究で用いられるような幅広いマウスの睡眠ステージを高精度で判定することができることから，熟練者の代わりと
して睡眠研究でも利用できると考えられる．
キーワード 脳波,筋電位,睡眠ステージ判定,マウス,時系列データ,深層学習

1 は じ め に

睡眠に関する基礎研究を行う上で，マウスの睡眠のステージ
（ノンレム・レム睡眠といった睡眠状態）を把握することは非常
に重要である．これら睡眠ステージを脳波や筋電位といった生
体信号から判定することを睡眠ステージ判定と呼ぶ．この判定
は例えば，遺伝子操作や薬物投与による睡眠状態への影響を調
査する場合などに必要とされる．
現在，マウスの睡眠ステージ判定は，主に熟練した専門家が脳
波および筋電図を目視で確認，判定を行っている．しかし，この
判定には多くの時間と労力が必要であり，睡眠研究の大規模化
の妨げになっている．これらの問題を解決すべく，自動かつ高
精度でマウスの睡眠ステージ判定を行うことができる手法が求
められている．これまでに様々な提案手法が提案されているが，
専門家の代替として十分な判定制度である 95%を達成していな
い．また，小規模なデータセットでの検証しか行われていない
など，実用化には課題が残っている [2] [3]．そこで本研究では
波形検出等で優れた成果を示した深層学習（畳み込みニューラ
ルネット，Long short-term memory）により，専門家の判定と
高い一致率で判定可能な睡眠ステージ判定手法 MC-SleepNet

を開発した．
また，本手法の判定精度を 4200匹分の大規模なデータセット
を用いて検証した．これによって，既存手法で用いられた数十
匹程度のデータセットでは十分に検証できない，マウスの個体
差やノイズの有無によるデータの分散に対する頑健性を評価し

た．本稿の構成は以下のとおりである．まず２節ではマウスの
睡眠ステージ判定やニューラルネットワークなどの基本事項に
ついて説明する．３節で既存の睡眠ステージ判定手法など関連
研究について述べ，4節で提案手法について説明する．5節で
実際のマウスのデータを用いた提案手法の評価実験について述
べる．最後に 6節でまとめと今後の課題について述べる．

2 前 提 知 識

2. 1 マウスの睡眠ステージとその判定

マウスの睡眠状態は覚醒，ノンレム睡眠，レム睡眠の３つの
睡眠ステージに分けることができる．それぞれの睡眠ステージ
ごとに脳波．筋電位には特有の性質が現れる．本節ではまず，
各睡眠ステージの特性について説明する (表 1)．
（ 1） ノンレム睡眠
ノンレム睡眠は入眠後に現れる睡眠ステージである．このノン
レム睡眠が睡眠時の状態の約 8割を占めている．ノンレム睡眠
時は脳が深い眠りについており，その脳波には 1Hz から 6Hz

のデルタ波と呼ばれる比較的低周波な成分を多く含み，振幅は
大きくなる．体を支える筋肉は働いており，寝返りをうつこと
もあるがその筋電データの振幅は小さい．
（ 2） レム睡眠
レム睡眠は基本的にノンレム睡眠後に現れる睡眠ステージであ
る．レム睡眠時は脳が浅い眠りについているため覚醒時と似た
脳波を示し，7Hzから 11Hzのシータ波と呼ばれる比較的高周
波な成分を多く含み，ノンレム睡眠と比較して振幅は小さい．



体を支える筋肉は弛緩しており寝返りをうつことは無いが，眼
球が活発に動いておりこの眼球運動は急速眼球運動 (Rapid Eye

Movement) と呼ばれ，この頭文字をとって REM睡眠と呼ば
れる．筋電データはノンレム睡眠同様振幅が小さくなる．　ま
た，レム睡眠の現れる時間は数十秒から数分程度と非常に短く
睡眠中に一定の周期で現れることが知られている．
（ 3） 覚醒
覚醒は脳・筋肉ともに活発に働いている状態であり，レム睡眠
と似た脳波パターンを示す一方で筋電データは睡眠時と比較し
て振幅が大きくなるという特徴がある．
各睡眠ステージの脳波，筋電位に現れるこれらの特性をもと
に睡眠ステージ判定を行う．脳波/筋電位は図 1のようにエポッ
クと呼ばれる一定区間に区切って分割し，脳波/筋電データの
周波数特性や振幅と各睡眠ステージの特性との関係性を考慮し
てエポック毎に判定を行う．睡眠ステージ判定において，専門
家間の判定の一致率は 95%程度とされており [12]，専門家の代
替となるには，この程度の一致率が求められている．

表 1 睡眠ステージの特性

図 1 エポックと睡眠ステージ判定の例

2. 2 深 層 学 習

深層学習とは，非常に多くのノードで構成され，高い表現
力を持ったニューラルネットワークを用いた機械学習手法であ
る．ニューラルネットワークとは学習能力を持ち回帰や分類を
行うことができる数理モデルであり，現在までに様々なモデル
が提案されている．本節では提案手法で用いる，Convolutional

Neural Network(CNN)と Long Short-term Memory(LSTM)

の２つのモデルについて述べる．
2. 2. 1 Convolutional Neural Netowork(CNN)

CNNは，画像や時系列信号の特徴を抽出するためのモデルで
ある．一般的には最適化可能なフィルタを持つ Convolution層
と，次元圧縮や位置ずれに対する頑健性の向上を図る Pooling

層からなる．(図 2)．
Convolution層
Convolution層では入力データに対してフィルタによる畳込み
を行い特徴マップを生成する．特徴マップを生成する式を以下
に示す．

yi =

n−1∑
s=0

wk
sxi+s + bk

xと y はそれぞれ入力と出力を表している．wk と bk は k

番目のフィルタの重みとバイアスである．nはフィルタの幅で
ある．このフィルタの幅によって抽出できる特徴が変化する．
幅が広いほど，フィルタに含まれる信号の波長が長くなるため，
低周波成分を中心に広い範囲の周波数成分を抽出することがで
きる．また，幅が狭いほど信号に対する時間分解能が向上し，
波形や振幅などの時間領域の特徴を抽出することができる．
Pooling層
Pooling層では Convolution層で生成された特徴マップの圧縮
を行う．例えば，MaxPoolingと呼ばれる操作では，入力され
た時系列を一定の時間間隔で分割し，その分割範囲内の最大値
をとることで，データ点数を減らしている．また，この操作を
行うことで，パラメタ数の削減や入力データの位置的なずれ
(脳波の位相のずれなど)にロバストであるといった効果が得ら
れる．

図 2 脳波/筋電データに対する CNN による特徴抽出

2. 2. 2 Long Short-term Memory(LSTM)

LSTMは LSTMブロックと呼ばれるノードを用いた再帰型
ニューラルネットワークの一種であり，時系列データの解析に
多く用いられている．LSTM ブロックはノードの内部状態を
保持するメモリセルと，その更新を制御する 3種類のゲートか
らなる．これらのゲートは内部状態の更新量や忘却量，出力へ
の反映の度合いを調整し，従来の再起型ニューラルネットワー
クよりも高い表現力と，より長い時系列情報の保持を可能に
している．時間 tでの忘却ゲート，入力ゲート，出力ゲートを
ft, it, ot とし，それぞれの計算を以下に示す．

ft = sigmoid(Wfat +Ufht−1 + bf )

it = sigmoid(Wiat +Uiht−1 + bi)

ot = sigmoid(Woat +Uoht−1 + bo)

gt = tanh(Wgat +Ught−1 + bg)

ct = it ⊗ gt + ft ⊗ ct−1

ht = ot ⊗ tanh(ct)

sigmoid(x) =
1

1+ e−x
, tanh(x) =

ex − e−x

ex + e−x



at, ht, ct ,gt はそれぞれ時間 tでの入力，出力，内部状態，
内部状態に加える候補値を示している．Wx, Ux,　 bx はゲー
ト X の重みとバイアスであり，⊗はベクトルの要素積を表す．
このように各ゲートは，sigmoid関数によって 0 1の値をとる
ことで，更新量や忘却量，出力への反映度合いを制御している．
例えば，忘却ゲートは出力が 0に近づくほど，過去の内部状態
を忘却させることができる．

図 3 LSTM ブロック

3 関 連 研 究

本節では既存のマウスの睡眠ステージ判定手法である
FASTER，MASC，LSTM モデルについて説明する．これら
の手法は全て，脳波/筋電位のデータを用いて，マウスの睡眠
ステージ判定を行っている．これらの既存手法では，数匹から
数十匹の小規模なデータセットによる検証しか行われておらず，
より多くのマウスを対象とする睡眠研究において，実用可能で
あるかが不明瞭であるといった課題がある．また，判定精度の
点でも課題がある．一般に異なる専門家が同一のデータを判定
した時の検者間一致率は 95%程度であり，判定手法にも同程度
の一致率が求められる．しかし，既存手法で十分な一致率を達
成した手法は未だない．

3. 1 FASTER

FASTER(Sunagawaら，2013) [3]は密度ベースクラスタリ
ング [4]に基づく睡眠ステージ判定手法である．エポックに分
割された脳波/筋電位に対し，FFT と主成分分析によって周波
数特性を特徴量として利用する．各エポックは特徴量に基づき，
ノンパラメトリック密度推定クラスタリングを用いてクラスタ
リングされる．それぞれのクラスタに対して，最も特性が近い
睡眠ステージをクラスタに属するエポックの睡眠ステージとす
る．このように，FASTERは周波数特性に注目して判定を行う
が，睡眠ステージの状態遷移を考慮していない．FASTER は
覚醒，ノンレムについては高い精度で判定可能であるが，レム
については 80%程度が限界である．

3. 2 MASC

MASC(鈴木ら，2017) [2]は各睡眠ステージの特徴をよく表
現できる特徴量の推定、睡眠ステージの時系列性を考慮した
特徴量の作成、および分類器による判定において複数の睡眠

ステージの特徴を持った確実性が低い判定に対する再判定によ
るマウスの睡眠ステージ判定手法である．まずエポック単位で
FFTによって求めた脳波/筋電位の周波数成分に対して主成分
分析による特徴量の推定を行う．それらの特徴量に加えて判定
対象となるエポックの前後のエポックにおける睡眠ステージの
占有確率を時系列的な特徴量として SVM [9] による判定を行
う．さらに確実度の低い判定結果については再判定を行うこと
でその判定を修正することができる．MASC ではノイズの少
ないデータについて 95%に近い一致率を達成しているが，ノイ
ズを含むデータに対して判定精度が低下する．

3. 3 LSTMモデル

これは我々が先行研究で脳波/筋電位の周波数成分に基づく
ディープラーニングによるマウスの睡眠ステージ判定手法であ
る (2017) [7]．睡眠ステージが時系列的な遷移をしていること
に着目し，時系列性を考慮できるように RNNモデルの１種で
ある LSTMを用いて判定を行った．事前に FFT(fast Fourier

transform) [8]によって得た脳波/筋電データの周波数スペクト
ルを特徴量として用いている．この手法では覚醒・ノンレムの
判定精度は 95%を達成したが，レムの判定精度が約 82%と実
用可能な段階に達していない．

4 提 案 手 法

提案手法MC-SleepNet(図 4)は，信号の前処理と，特徴抽出
部と識別部から構成される．それぞれについて詳細を説明する．

4. 1 データの前処理

2. 1節で説明したように，マウスの筋電位はその振幅の大き
さが重要である．そのため，特徴抽出部に入力する筋電位の
データについて前処理として移動二乗平方根平均を求めた．移
動二乗平均平方根によってより信号の強さが分かりやすい形に
変換される．筋電位の信号の強さは覚醒時と睡眠時で大きく異
なり，この前処理によってこれらの状態をモデルがより正確に
判別できると考えられる．

4. 2 特徴抽出部

特徴抽出部では CNN によって，エポック単位で脳波/筋電
データからの特徴抽出を行う．
まず脳波については，周波数成分および振幅がマウスの睡眠ス
テージを分ける重要な特徴であるため，特徴抽出はフィルタサ
イズの異なる２種類の CNNによって行われる．フィルタサイ
ズの小さな CNNでは振幅などの波形的な特徴を行い，フィル
タサイズの大きな CNNで低周波の波も含むような周波数成分
の抽出を行う．
次に，筋電位のデータは，前処理として移動二乗平方根平均に
よって，高周波成分が少ない波形へと変換が行われている．そ
のため，フィルタサイズの小さな CNNは用いず，フィルタサ
イズの大きい CNNのみ使用した．



4. 3 識 別 部

識別部では双方向型 LSTM よって時系列的な特徴から睡眠
ステージの判定を行う．入力は連続する 25エポックに対して特
徴抽出部から得られた特徴である．双方向型 LSTMによって，
睡眠ステージの時系列的な遷移規則など，前後のエポックを考
慮した判定が可能である．また，特徴抽出部から得られた特徴
はそのままエポックの特徴量として利用するために全結合層に
も入力される．双方向型 LSTMと全結合層の出力の要素和を
Softmax 関数の入力とし各睡眠ステージへの判定は Softmax

関数によって得られた確率が最大であるステージに分類する．
LSTMの各層の間には Dropout層 [10]を挟むことで過学習を
防止している．Dropoutは前の層からの出力をランダムに一定
数落とすことでモデルの表現力を落とし，過学習の状態を抑制
する．また，アンサンブル学習のような効果も期待でき精度向
上にもつながる．

4. 4 事 前 学 習

MC-SleepNetでは，LSTMの学習に時間がかかるため，ま
ず特徴抽出部のみ学習学習を行う．事前学習を行うときはモデ
ルの識別部を Softmax層と入れ替え，特徴抽出部のみで判定さ
せている．これによってある程度良い初期値でモデル全体の学
習を始めることができる．
また，事前学習によって学習データに含まれる睡眠ステージの
偏りの影響を軽減することができる．学習データの偏りは睡眠
中にレム睡眠が現れる時間が非常に少ないために発生する．そ
こで，事前学習ではオーバーサンプリングやアンダーサンプリ
ングを行い学習データに含まれるステージの数を最も多く出現
するステージに合わせて学習を行っている．

5 実 験

本研究では，小規模なデータセットを用いた既存手法との精
度比較や，大規模データセットを用いた頑健性の評価を行って
いる．まずノイズの少ない小規模なデータセットによる，既存
手法との比較実験について述べる．次に，大規模なデータセッ
トによる，マウスの個体差などのデータのばらつきやノイズ
に対する頑健性を評価する実験について述べる．まず，データ
セットや評価指標などの実験の基本事項について説明する．

5. 1 データセット

本実験では規模と性質の異なる２種類のデータセット (表
5. 1) を用いた．まず１つは，ノイズの少ない小規模なデータ
セットである．このデータセットは従来手法の評価に用いられ
ており，ノイズが少ないと思われるデータを収集したものであ
る．マウスの脳波・筋電位のデータとして，筑波大学国際統合
睡眠医科学研究機構（IIIS）で専門家が判定済みである 14 匹
のマウスのデータを用いる．これらのマウスは薬物投与や遺伝
子組み換えなどが行われていない野生型 (Wilde Type)のマウ
スである．2014年 11月 8日から 2014年 11月 12日の 4日間
(17200エポック) に渡って測定されたデータで，サンプリング
周波数は 250Hzである．20秒のエポックで分割され専門家に

図 4 MC-SleepNet の構成

よって各エポックに覚醒/レム/ノンレムのラベルが付けられて
いる．次に，大規模なデータセットである．このデータセット
には 4200匹分のマウスの脳波・筋電位のデータが含まれてい
る．野生型のマウスではあるが，含まれているノイズの大小を
問わず収集したデータであり，実際の睡眠研究とほぼ同等のバ
リエーションを持ったデータセットと考えられる．それぞれの
データは約 2日間 (約 8500エポック)に渡って測定され，小規
模なデータセットと同様にラベルが付けられている．

表 2 データセットの概要
マウスの数 エポック数 ノイズの有無

14 241920 無
4200 35700000 有

5. 2 評 価 指 標

本実験では，手法の精度評価に際し，Sensitivity と Speci-



図 5 移動二乗平方根平均の前処理

ficity，Precision, Accuracy, Cohenの k係数 [11]を使用した．
Sensitivityと Specificity,Precisionは各睡眠ステージに対して，
以下の式で計算する．

Sensitivity =
TPX

TPX + FNX

Specificity =
TNX

TNX + FPX

Precision =
TPX

TPX + FPX

TPX，FNX，TFX，FPX はそれぞれ，睡眠ステージXに対す
る判定が，true positive，false negative，false positive，true

negativeであったエポック数を表している．Sensitivityは専門
家が X であると判定したエポックの中で判定器も Xであると
判定した割合，Specificityは専門家が X でないと判定したエ
ポックの中で判定器も Xでないと判定した割合，Precisionは
判定器が Xであると判定したエポックの中で専門家も X であ
ると判定した割合を示す．
Accuracyは専門家と判定器の判定が一致した割合を示し，以
下の式で計算する．

Accuracy =
TPALL

TPALL + FNALL

FNALL = FNNREM + FNREM + FNWAKE

TPALL = TPNREM + TPREM + TPWAKE

Cohenの k係数は専門家と判定モデル間の判定結果の信頼性
を示し，一般に 0.8 以上であれば，2者の判定はほぼ完全に一
致する結果であると言われている．

5. 3 評価実験：ノイズの少ない小規模データに対する判定精
度の評価

既存手法との精度比較を目的とし，ノイズの少ないデータ
セットを用いた評価実験を行った．本実験では，比較手法と
して既存手法である MASC，LSTM モデル，FASTER に加
え，RandomForest を使用した．ここでは RandomForest の
設定を，決定木の個数を 20，木の深さの最大値を 10 とした．

RandomForestに与える特徴量は，FASTERやMASCで検討
された特徴量をもとに，それぞれのエポックについて脳波の振
幅の総和，脳波の周波数成分の総和，脳波のデルタ波 (1 6Hz)

とシータ波 (7 11Hz)それぞれの周波数成分の総和，筋電位の
周波数成分の総和，筋電位の振幅の総和を特徴量として判定
を行った．それぞれの手法について，12 匹分のデータを学習
データ，2匹分のデータをテストデータとした 7分割交差検定
による判定精度を比較する．ただし，FASTER の判定精度は
MASCで同一のデータセットを判定した時の結果を引用する．
それぞれの手法の判定精度ついて以下の表 3に示す．
実験結果から，覚醒，ノンレムは既存手法と比較しても同等

以上の精度で判定可能である．これらのステージの Sensitivity

は既存手法と比較して最も高く，これらのステージの他の指
標についても 95%以上の高い精度で判定できている．．一方で
レムの Seisitivityと Precisionはそれぞれ 92.1%と 73.0%であ
り，95%には達していない．しかし，既存手法と比較すると
FASTER，LSTMモデルの Sensitivityが 78.4%と 82.9%であ
り，提案手法の判定精度が上回っている．MASCと比較すると
REM の Sensitivity が約 2%低いが，Precision が約 7%高い．
また Accuracyは，提案手法が最も高く，95%を達成しており，
k係数も 0.92 で最も高い．これらの結果から，提案手法は既存
手法と同等以上の精度で判定可能であることを示した．また，
LSTMモデルは FFTによる周波数成分を特徴量としているの
に対し，提案手法は特徴量を CNNによって抽出している．ど
ちらの手法も LSTM による分類を行っているが，提案手法の
ほうが良い精度を示していることから，CNNが周波数成分に
準じた特徴を抽出できていると考えられる．

5. 4 評価実験：大規模なデータセットに対する判定精度の評価

この実験では大規模なデータセットを用いて判定精度の評価
を行った．実験を通して，提案手法がマウスの個体差やノイズ
に頑健であるか確認する．比較手法は，小規模データセットに
対して良い精度で判定を行ったMASCと RandomForestであ
る．3360匹分のデータを学習データ，840匹分のデータをテス
トデータとした 5分割交差検定による判定精度を比較する．た
だし，MASC については SVM を用いており，メモリを超え
るサイズのデータの学習が困難である．そこで，MASC の評
価用に 1340匹分のデータを抽出し，500匹分のデータを学習
データ，840非気分のデータをテストデータとして評価を行っ
た．ここでは交差検定は行っていない．
4200匹分のデータと 1340匹分のデータに対する各手法の判

定精度を以下の表 4に示す．
まず，1340匹分のデータについては RandomForestが最も

優れた精度を示した．提案手法と MASC は，Accuracy がそ
れぞれ，80.5%と 67.6%であり，RandomForestと比較すると，
精度は非常に低い．
一方，4300匹とサンプルを増やしたケースでは，提案手法の精
度が大きく向上し，RandomForest より優れた精度を示した．
RandomForestについては，データのバリエーションに対して
非常に頑健であり，比較的サンプルが少ない場合であっても適



表 3 ノイズの少ないデータに対する判定精度

表 4 大規模データセットに対する判定精度

表 5 ノイズが多く含まれるデータに対する判定精度

図 6 CNN フィルタの可視化

切な境界線を形成できている．ただし，95%の精度を達成でき
ていない．また，RandomForestではサンプル数を増やした場
合であっても精度は改善されないことから，本手法を実用化す
るのは難しいと考えられる．
一方，深層学習を用いた提案手法では，サンプル数が少ない
場合については最適な特徴抽出が学習できず，精度が低かった
ものの，サンプル数の追加に伴い精度が大きく改善した．95%

という目安も達成できており，実用レベルに到達していると考
えられる．サンプル数の増加によって，特徴抽出に用いている
CNNのフィルタがどのように最適化されたのかを図 6で示す．
この図は，フィルタの重みを一次元データとして可視化したも
のである．この図から，学習サンプルの増加によって，よりはっ

きりとした特徴が抽出されていることが分かる．特に，フィル
タサイズが大きい場合は，様々な周波数成分の波がはっきりと
現れている．5. 3節のノイズの少ない小規模なデータセットに
ついては少ないサンプル数で学習することができていたが，本
実験では 500 匹分の学習データでも十分な精度を達成できな
かった．これは，データセットに含まれるノイズや個体差の影
響が大きいことを示していると考えられる．しかし，十分な学
習データがあれば提案手法は十分これらのデータのバリエー
ションに対応が可能であることが確認できた．

5. 5 評価実験：ノイズが多く含まれるデータに対する判定精度

この実験では，ノイズが多く含まれるマウスの脳波/筋電位



のデータに対して，5. 4 節での実験で学習した MC-SleepNet

を用いて判定を行った．判定対象のノイズが含まれるデータは，
マウス 4匹分の脳波/筋電位のデータである．サンプリング周
波数などは 5. 1節で説明した条件と同じである．また，それぞ
れのデータの測定期間は約 2日間である．判定結果を表 5に示
す．実験結果から，MC-SleepNet はノイズを含むデータに対
しても十分な精度で判定することが出来ている．ノンレムや覚
醒については 95%程度を維持することができているが，レムの
判定精度は 75.7%とやや低い精度になった．データに含まれる
ノイズには基線揺れなどによる低周波のノイズが多い．低周波
成分が増えたことにより，脳波に低周波成分があまり含まれな
いレムと覚醒についてはやや精度が低下したと考えられる．ま
た，筋電位にノイズが含まれることによって睡眠と覚醒状態の
判別が困難なエポックも覚醒とレムの判定精度に影響を与えた
と考えられる．しかし，特にノイズが多いデータであっても，
数%の精度低下は見られるが，大きく悪化することはないこと
を確認した．これは，双方向型 LSTMによって，前後の睡眠ス
テージの状態遷移を判定に反映することで，判定対象エポック
に含まれるノイズの影響を軽減できているためと考えられる．

5. 6 考 察

ノイズの少ないデータセットを用いた実験から提案手法が他
の既存手法と同等かそれ以上の精度で判定可能であることを確
認した．特に Accuracyや k係数は提案手法が最も高く，専門
家の判定に非常に近い判定を行うことができることが分かった．
また，大規模なデータセットを用いた実験によって提案手法が
データの個体差によるばらつきやノイズに対しても有効な判
定を行えることを確認した．提案手法は学習データを増やすこ
とによって性能が向上することが確認され，既存手法が利用し
ている周波数成分や主成分の設計を行わずとも，CNNによる
特徴抽出が，データから自動的にこれらに準じる有効な特徴量
を得られていると考えられる．特に，提案手法と同様に RNN

モデルの一種である LSTMを用いた LSTMモデルでは，特徴
量として FFTで得た周波数成分を用いているが，LSTMモデ
ルより良い精度で提案手法は判定することが出来ている．これ
は，周波数領域の特徴を CNNによって抽出できているためだ
と考えられる．しかし，このように周波数成分に準じた特徴量
を抽出できているため，主に低周波成分を多く含むノイズが混
入しているデータに対しては，ノンレムへの誤判定が増えるこ
とが分かった．ただし，精度の低下は数%であることから，提
案手法が周波数成分だけでなく，振幅や波形などの特徴抽出や
LSTM による睡眠ステージの時系列的な状態遷移を有効に利
用し判定できていると考えられる．また，提案手法は小規模な
データセット，大規模なデータセットそれぞれの実験結果から
レムの Sensitivityが他の睡眠ステージの判定精度より低下する
ことを確認した．これはレムが，覚醒に似た脳波の特性と，ノ
ンレムに似た筋電位の特性をそれぞれ持っており，それによっ
て覚醒，ノンレムにそれぞれ誤判定されるためと考えられる．

6 まとめと今後の課題

本稿では，深層学習を用いて生体信号の特徴抽出やステージ
遷移のモデル化を行うことで，実用上十分な精度をもった睡眠
ステージ自動判定手法，MC-SleepNetの開発を行った．また，
4200匹分の大規模な睡眠生体信号データを用い，MC-SleepNet

の評価を行ったところ，本手法はマウスの個体差やノイズと
いった信号のばらつきに対して高い頑健性を有することが示さ
れた．専門家の代替として十分利用できる精度・頑健性を兼ね
備えており，睡眠研究の能率向上に役立つと考えられる．
また睡眠研究では，遺伝子操作や睡眠障害によって，特定のス
テージに遷移しないなど，睡眠の性質が異なるマウスを対象と
する研究も行われている．本稿では，そのようなデータに対し
て，提案手法が有効であるか検証できていない．そのため，今
後はそれらのデータに対して，提案手法を適用できるように検
証と改善を行う必要がある．
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