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画像へのマルチタグとそれらの重要度の自動付与
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あらまし 画像には複数のオブジェクト、属性などの豊富な情報が潜在的に存在する．近年、画像に対して複数のタ

グを自動付与する研究が活発に行われている．従来の自動タグ付与の研究は、画像に対するマルチタグ問題として取

り組まれていている．しかし，実際の画像に写るオブジェクトにはその画像を見た人にとって注目度の差がある．す

なわち，付与されるタグにも重要度のばらつきがあると考えられる．本研究では、マルチタグを付与するだけではな

く、それらの重要度の自動付与までを含む手法を提案する．実験ではMS-COCOをデータセットとして用いて行った．

ベースラインとしては、マルチタグ問題で得られる確率値をそのまま重要度とするものを採用した．提案手法では、

得られたマルチタグのうち、ある閾値を超えたタグに対して、分散表現モデルを適用した結果に、最初に得られた確

率値を重みとして乗じ総和の平均を計算する．実験の結果，ベースラインより良い精度を得ることができた．
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1. は じ め に

インターネットの普及に伴い, Instagram, Flickr, Facbook

など写真を投稿できる SNSサービスが人気を集めている．日々

膨大な写真画像がアップロードされており, これらの自動分類,

自動タグ付けの研究がさかんである (例 [6])。画像には複数のオ

ブジェクト,属性,それらの関係など豊富な情報が存在する.画像

に自動タグ付けづる一般的な手法の一つに, 画像に対して各タグ

が付与される確率を求め,閾値を用いてタグの決定を行う手法が

ある.通常, 付与されているタグは付与されているか,いないか

の 2値状態である. しかし, タグクラウド [1]やWordcloud [2]

に代表される研究にあるように, 実際の画像に写るオブジェク

トの重要度には, 一般的に違いがある.

本研究では, タグをマルチラベル問題として付与するだけで

はなく, 各画像データに複数の注釈文（アノテーション）が付

随したデータセット（例 MS COCO)を前提とし, 注釈文中の

単語頻度をもとに重要度を設定し, ニューラルネットワークで

訓練を行った後, 与えられた未知の画像に対して, 自動的にタグ

とその重要度を付与できるシステムの開発を試みた. 以降, 次

節で関連研究について述べ, 3節でデータセット, 4節でベース

ライン手法, 5節で提案手法, 6節で実験結果について報告する.

最後にまとめと今後の課題について述べる.

2. 関 連 研 究

マルチタグ予測問題に関する研究は Liら [4]や, Zhuら [5]な

どのような様々な方法で行われている. 近年ではWang ら [6]

や, Zhang ら [7] などのような深層学習を用いた手法が活発に

行われている. また, 画像のみではなく単語や文章から特徴量

を抽出し, タグ予測を行うものもある. しかし, これらの研究で

は最終的な出力結果はタグの有無, またはランキング上位の数

個のタグを取り出すといったものである.

図 1 Wordcloud の例

一方, 深層学習の手法の一つに會下ら [8]のような分類問題と

回帰問題の両方のタスクを行うマルチタスク手法が知られてい

る. 會下らの研究では料理画像から料理名 (分類) とカロリー

(回帰)を予測するものである.

本研究では, 會下らの研究に感化されて, 画像内のオブジェク

トを表現するタグ推定問題（分類問題）と, 各タグの重要度を

予測する回帰問題を同時に解決するマルチタスク問題として取

り組んだ．

3. ベースライン手法

ベースライン手法は図 2に示すように CNNとMLPの二つ

の要素でマルチタグ予測を行う分類問題で、重要度は分類問題



で得られた確率値をそのまま利用するものとする.本節ではこ

の手法について述べる.
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図 2 ベースライン手法

3. 1 CNN

画像特徴量を抽出するために, 畳込みニューラルネットワー

ク (CNN) を使用する. CNN には ImageNet [9] で訓練済みの

VGG16 [10]を使用する. VGG16の構造は図 3に示すような構

造で, 本研究で抽出する特徴量は fc7の出力を用いる. そのため

本研究で抽出される特徴量は 4096次元である.

入力画像 conv1 

conv2 

conv3 

conv4 
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convolution + ReLu 

max pooling 
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図 3 VGG 16 の概要図と出力に使う全結合層

3. 2 MLP

画像特徴量からMLPを用いてマルチタグ予測を行う. 入力

は画像特徴量を与える. 中間層の次元は 4096次元としている.

出力層の次元は, 我々が事前に抽出し頻度の多かった名詞から

N個選んでいるため, N次元である．実装では, N=116とした.

タグの選出方法については 5.1.1で述べる. 活性化関数には中

間層に relu関数, 出力層に sigmoid関数を用いる. dropout率

は 0.5とする.

3. 3 損 失 関 数

正解タグのインデックスに対応するモデルの出力値の誤差は,

binary cross entropy で計算し, これを損失関数としている. こ

の値は正解ラベルに対応する出力がどの程度高いかを表す値で

ある. すなわち,正解ラベルに対応する出力値が高く,正解ラベ

ル以外の出力値が小さいほど誤差が小さいということになる.

目標とする値を p, 実際の出力を q として, 以下の式で定義さ

れる.ベースライン手法ではこの値が最小化するように訓練を

行う.

E = −p log q − (1− p) log(1− q)

4. 提 案 手 法

以下の図 4は本研究で提案した手法の概要である.大きく二

つのモデルを作成し,タグと重要度の学習,予測を行う.比較手

法として,マルチタグ予測のみをMLPで行う手法を用意し,こ

れをベースラインとして提案手法の有効性を示す.
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図 4 提案手法の概要

一つ目のモデルは画像特徴量を入力に MLP を用いてタグ

とその重要度を同時に学習するモデルである. 二つ目は, 一つ

目のモデルに対して画像特徴量と単語の分散表現を入力とし

て,MLPを用いてタグの重要度を学習するモデルを追加したモ

デルである.以降,前者をモデル 1,後者をモデル 2とする.本節

ではこれらのモデルについて述べる.

4. 1 モ デ ル 1

4. 1. 1 モデル概要

モデル 1を図 5に示す. 画像を入力として,ベースライン手

法と同様に,ImageNetデータセットで訓練済みの VGG16を使

用して画像特徴量を抽出する. 抽出する特徴量は fc7の出力を

用いて 4096次元の特徴ベクトルである. この特徴量を用いて

MLPにてタグと重要度を学習する. 学習時には,1枚の画像に

対して、タグのリスト (0,1 の 2 値状態でタグの有無を表すも

の) と重要度のリスト (0～1.0 までの実数値) を答えとして与

え, 学習する. 本モデルでは MLP の出力層がタグの予測と重

要度の予測のそれぞれに必要であるため,出力層が 2つ存在す

る. 中間層の次元数を 4096次元,出力層の次元数は上述のよう

に 116 次元とする.dropout 率は 0.5 とする. また, 活性化関数

は中間層に relu関数,出力層ではタグの予測と重要度の予測ど

ちらに対しても sigmoid関数を用いる.

4. 1. 2 損 失 関 数

損失関数はタグの学習には binary cross entropyを,タグの重

要度の学習にはMean Squared Error（MSE)を用いる. binary

cross entropyはベースライン手法と同じものを用いる. MSE
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図 5 モデル 1 の概要図

に関してはデータ総数 N,正解データの重要度Wt,予測値Wp

として, 以下の式で定義される. どちらの損失関数も値が最小

化するように訓練を行う.

MSE =
1

N

N∑
i=1

(Wti −Wpi)
2

4. 2 モ デ ル 2

4. 2. 1 モデル概要

モデル 2を図 6に示す. このモデルは画像とタグ情報から,画

像特徴量と単語の分散表現をそれぞれ抽出し,MLPを用いてタ

グの重要度を学習するモデルをモデル 1に追加し,拡張するモ

デルである. 画像特徴量はモデル 1と同様,訓練済みの VGG16

の fc7の出力を用いて 4096次元の特徴ベクトルを抽出する. 単

語の分散表現はタグ情報を入力とし, GoogleNewsで訓練済み

のWord2vecを用いて抽出する. このとき複数の分散表現が抽

出される. これらの分散表現を,予測されたタグ数を N,単語分

散表現を v,タグ予測時の出力 (確率)を pとして,以下に定義す

る式を用いて加重平均化を行い,1つの 300次元のベクトルにす

る. 次に, 画像特徴量とベクトルを連結して 1つの特徴ベクト

ルにする.これは kerasのMergeレイヤーの 1つ,Concatenate

レイヤーを用いて連結処理を行い,4396次元のデータを出力す

る. このときそれぞれの特徴量は連結する前に正規化の処理を

しておく. 正規化には L2正規化の手法を用いる. 学習時には正

解タグデータから分散表現を抽出し,処理を行った 300次元の

ベクトルと画像特徴量を入力として,重要度のリストを答えとし

て与え学習を行う. MLPは中間層の次元が 4096次元,出力層

の次元が 116次元となっており,活性化関数は中間層に relu関

数,出力層に sigmoid関数を用いる. dropout率は 0.5とする.

WA =

∑N
i=1 vi× pi

N

4. 2. 2 損 失 関 数

損失関数はモデル 1のタグの重要度の学習と同様にMSEを

用いる.訓練時にはこの値が最小化するように訓練を行う.
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図 6 モデル 2 の概要図

5. 実 験

5. 1 データセット

本研究ではデータセットに MS-COCO [11] を用いて提案手

法の訓練と評価を行った. このデータセットは図 7に示すよう

に, 各画像に対して Amazon Mechanical Turkによって与えら

れた 5つの注釈文が付与されている.我々はこのデータセット

を使ってタグに付与される重要度の設定を行った.本実験では

訓練に約 32000枚,評価に約 8000枚を使用した.
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図 7 MS-COCO の画像例と５つの注釈例

5. 1. 1 タグの選出

本研究の実験に用いるタグの選出について述べる. タグの選

出は後述するタグの重要度がある程度設定可能なタグデータに

する必要があるため,使用する画像の注釈文全体から一定回数

出現している単語をタグの候補としてあげる. ここでは各タグ

のデータ数が学習に十分が値になるように出現回数の基準を

1000に設定し,注釈文中の名詞をタグとして選出とした.その

結果 116個のタグを選出した.

5. 1. 2 タグの重要度

本研究で用いるタグの重要度に対して,次のように設定する.



上述のように 1枚の画像に対して 5つの注釈文が付与されてい

る. それらの注釈文での出現回数の多い単語は, 重要度が高い

と仮定し, 出現回数を重要度として設定する. 回数の数え方と

しては,1つの注釈文にその単語が 1度でも出現していればカウ

ントする. すなわち,5つの注釈文のうち 2つの文に出現してい

れば出現回数は「2」,5つの文すべてに出現していれば,「5」と

なる. これらに対して,正規化を行い,範囲を 0から 1.0にした

ものを各タグの重要度として設定する. 重要度の設定の一例を

図 8に示す. この場合タグとして設定された「dog」が 5つ中

５つ,「man」が 4つ,「skateboard」が 3つであるため,それぞ

れの重要度は 1.0,0.8,0.6となる.

������� �	
���� �	����	������

������������	
������������������	��
������������������������������
�

��������������	
�������	����������	���
��
���
���������������	
�������	��������

�����������
���
��

�����������������������	
������
������������
������������������������������
	�����	�������

図 8 タグの重要度設定の一例

5. 2 訓 練

訓練時について述べる.エポック数は 50として,ミニバッチ

学習を行い,バッチサイズはベースライン手法も提案手法も 32

とした.入力時の画像のサイズは 224 × 224とした.

5. 3 テ ス ト 時

テスト時の流れについて述べる.モデル 1とモデル 2のテス

ト時の流れ図を図 9,10に示す.テスト時には未知の画像のみを

入力とする. モデル 1 の場合図 9 に示すように, 未知画像から

抽出された特徴量を入力として,タグの予測と重要度の予測を

行う.タグの予測の出力は確率であるため,閾値を用いて,タグ

の有効判定を行う.モデル 2の場合は図 10に示すように,まず

モデル 1に画像特徴量入力し,タグの予測を行う.そして閾値に

よって有効とされたタグのデータを入力として追加,拡張した

モデルを用いて単語の分散表現を抽出する.抽出した複数の分

散表現を加重平均化を用いて 1つのベクトルにする際,重みは

モデル 1で出力されたタグの確率を用いる.この処理によって

得られたベクトルと画像特徴量を入力としてMLPによって重

要度の予測を行う.

　

5. 4 評 価 方 法

5. 4. 1 タグ予測（マルチラベル問題）の評価指標

タグ予測の評価指標として mean Average Precision(mAP)

と Jaccard 係数を用いる.それぞれについて述べる.

a ) mean Average Precision(mAP)

mean Average Precision(mAP)は検索結果における各再現

率レベルでの適合率（Precision)の平均である平均適合率 (Av-

erage Precision:AP)の平均を求めたものである.値は 0から 1
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図 9 モデル 1 のテスト時の流れ
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図 10 モデル 2 のテスト時の流れ

の値をとり,値が大きいほど精度が良いということになる.正解

タグが得られた時点での APを求め,それらの平均値を求める

ことで得られる. データ総数 N, 適合率 P として,AP と mAP

の定義式を以下に示す.

AP =
1

N

N∑
i=1

Pi

mAP =
1

N

N∑
i=1

APi

b ) Jaccard 係数

Jaccard係数は二つの集合の類似度を表現するものである.定

義式は以下のようになる. 二つの集合の積集合を和集合で割っ

たものであり,同じ要素がどの程度含まれているかを表す.二つ

の集合は本実験においては正解タグデータ Yt と予測タグデー

タ Yp である.そのため,この値によってあらわされるものはタ

グの誤予測及び,予測できなかったタグがどの程度含まれてい

ないかを表す.したがって値が大きいほど,精度が良いというこ

とになる.

Jaccard =
Yt ∩ Yp

Yt ∪ Yp

5. 4. 2 タグ重要度（回帰問題）の評価指標

タグ重要度の評価指標として MSE と Mean Absolute Er-

ror(MAE)を用いる.それぞれについて述べる.

a ) Mean Squared Error(MSE)

Mean Squared Error(MSE) は二乗平均誤差であり, 予測値



が正解からどの程度乖離しているかを示す.今回は正解タグの

重要度の誤差のみを取り出し, 評価する. この値が小さいほど,

予測された重要度は正解データに近づいているということにな

る.正解タグ数をN,重要度の正解データをWt,予測結果をWp

として以下の式で定義する.

MSE =
1

N

N∑
i=1

(Wti −Wpi)
2

b ) Mean Absolute Error(MAE)

Mean Absolute Error(MAE)は平均絶対誤差であり,MSEと

同様,予測値がどの程度乖離しているかを示す.今回は正解タグ

の重要度の誤差のみを取り出し, 評価する. この値が小さいほ

ど,予測された重要度は正解データに近づいているということ

になる.正解タグ数を N,重要度の正解データをWt,予測結果

をWpとして以下の式で定義する.

MAE =
1

N

N∑
i=1

|Wti −Wpi|

5. 5 結 果

実験結果を以下の表に示す.ベースライン手法と比較して,モ

デル 1によってタグ予測の精度が向上していることが確認でき

る.しかし,ベースライン手法と比較して,タグの重要度の精度

は低下してしまっていることが確認される.また,モデル 2のタ

グの重要度の予測の結果を見ると,ベースライン手法よりも精

度が向上していることがわかる.

表 1 実 験 結 果

手法　 評価 重要度 タグ予測

MAE MSE Jaccard mAP

ベースライン 0.2778 0.1284 0.2478 0.5086

モデル１ 0.3073 0.1490 0.3211 0.5660

モデル２ 0.2143 0.0783 0.3221 0.5660

5. 6 考 察

成功例を図 11,12に示す.図 11は主にタグ予測が成功した例

である.ベースラインでは正解タグを一つも予測できていない

のに対して,提案手法ではある程度の正解タグをつけることに

成功している.これは重要度を同時に学習することによって,タ

グ予測に影響が表れていると考えられる.主に「baseball」に関

しては重要度が高いため, 影響を受けていると考えられる. 図

12は主に重要度の予測の成功例である.この画像はどちらの手

法も正解タグを予測することに成功しているが,重要度におい

てベースラインよりも,提案手法の方が重要度の値が近づいて

いることがわかる.これは単語の分散表現を入力に加えたこと

による情報量の増加によって精度が向上したと考えられる.

6. まとめと今後の課題

本研究では画像へのマルチタグとそれらの重要度の付与のた

めの手法として,タグと重要度を同時に学習するモデルと画像

特徴量と単語の分散表現を用いて重要度の学習を行うモデルを

提案した.実験の結果,ベースライン手法より,タグの予測,重要
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図 11 成 功 例 1
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図 12 成 功 例 2

度の予測どちらに対しても精度の向上が確認できた.今後の予

定としては,今回設定した重要度のデータの精度の向上やモデ

ルの改良による精度の向上があげられる.
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