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あらまし 本稿では文書のトピック検出と局面追跡を論じる.大規模な量のデータの中には断片的な情報が多く存在し

ているが,これらから人手でトピック (話題)の抽出,内容の変遷を把握する事は困難である.本研究では,検出では確率

的 TF-IDFによるクラスタリング,追跡では隠れマルコフモデル (HMM)を用いる,特定のトピックに対する文書を抽

出・追跡し,全容を正確に取り出す事を目的とする.また,パラメータやデータ数によるモデルの良さやクラスタ内外の

纏まりの良さに基づいて打ち切る閾値を設け,各推定の終了を判断する.
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1 前 書 き

現在, インターネットの普及により膨大な量の情報が日々増

加しているが,中には断片的な情報も多く存在し,時間の経過と

共にその内容が変化していく.情報の大部分は文書であり,どの

語がどの文書に含まれているかを調べる必要がある.トピック

追跡は既知のトピックに適した文書の変遷を (時系列で)捉える

事を目的としている.一般的に文書分類や k-NNのようなクラ

スタリングを用いた教師付き学習である.このため自動的にモ

デル化する手法が提案されてきたが,重い計算を避ける事は困

難であり,効率的かつ正確で有用な技術が必要である.

トピック検出は, 同様のトピックを議論する文書のクラスタ

を (時系列で) 検出する事である. これは教師無し学習であり,

遡及的検出 (蓄積された文書集合内で新規のイベントを検出)お

よびオンライン検出 (次々と流れてくる文書から新規のイベン

トを検出)の 2つの方法がある [5].

トピックに関する代表的なアプローチの 1 つとして,Topic

Detection and Tracking(TDT)がある [5].TDTはある時点で

発生する固有の事象を検出し,状況の発展を追跡する事を可能に

する.一般的な情報源はラジオニュースや新聞記事である.TDT

における New Event Detectionは,新規又は以前に未確認の事

象に関連する文書を特定することであり,主な技術は教師無ク

ラスタリングである.Event Trackingは,特定のトピックに対す

るストーリーを追跡する.Allanらは適合性フィードバックなど

2 つのアプローチを適用し, 情報フィルタリングに類似した追

跡手法を提案している [5].Yangらは決定木 (dtree)と k近傍法

(k-NN)を用いた手法を提案している [9].しかしこれらは事前

にある程度の学習データを必要としている.

本研究では時系列データを扱う.単純な構造のデータとは異な

り,時間の流れによって事象が変化するデータ,すなわち新聞記

事や音声データである.これに対し隠れマルコフモデル (HMM),

最大エントロピー (MEMM),条件付確率場 (CRF)などの確率

論に基づく高度な手法が存在する.HMMは少量の学習データが

あればより上手く機能する助けとなる.MEMMや CRFは系列

データに対し強力なモデルであるが事前に学習データが必要で

ある.学習データの取得は多くの時間とコストがかかるため容

易ではない事は明らかであり,大量の学習データを得る事はほ

ぼ出来ない.

本研究では HMMを用いた尤度によるトピックの局面追跡を

行う手法と,語の増分を考慮した確率的 TF-IDFを用いたクラ

スタリングによるトピック検出を行う手法を提案する.これに

より正確なオンラインでの検出/追跡のモデル化を実現する.本

研究の貢献は以下の 3つである.

(1) 文書トピックの局面を追跡し, 内容の変遷を正確に捉

える.

(2) 正確なオンライン検出のモデル化を可能にする確率的

TF-IDFを用いたトピック検出について議論する.

(3) 各推定に打ち切り閾値を設け終了の判断をし,計算量

の削減を図る.

本論文は次のように構成されている.2章ではトピックの局面

追跡とトピック検出について,3章では HMMについて述べる.4

章では HMM によるトピックの局面追跡と確率的 TF-IDF に

よるトピック検出のアプローチを提案し,5章では実験結果を示

し,6章では結論を述べる.

2 トピック検出と局面追跡

TDTにおいてイベントは特定の時間と場所で発生する事象

として定義され,トピックはある一連の事件を表す特定の話題

のことである. 例えば,「千葉・市川女性刺殺事件」と「山口・

周南放殺人事件」では「何らかの事件が発生した」「犯罪者が

逮捕された」などのニュース記事を含むトピックだが, 本質的

な違いは「致命傷となった凶器」「犯罪場所」である.それぞれ

の「殺人事件」は異なるストーリーを含んでいるため,別々の

事件を表す特定の話題として捉える方が自然である.

トピック検出は同様のトピックについて議論するイベントを,

話題の変化を検出する技術である.主に 2つのアプローチで行



う.全ての記事が用意された上で行う遡及的検出およびストリー

ム内の記事を順に処理するオンライン検出である.

図 1 トピック検出の例

上記の図 1には 3トピックの記事が時系列に並んでおり,オ

ンライン検出を想定している.これらの事件が発生した固有の

場所, 時間, 事象の違いにより前後の記事の話題の変化を捉え,

各記事が述べているトピック毎に分ける.

ストーリーライン（またはストーリー）は,一貫した意味の

ある事柄で記述される幾つかの適切な構造に言及する 1つまた

は複数のトピックに関連するイベントの系列である.言い換え

れば,関連するイベントはストーリーの局面を構成する.

図 2 山口・周南放火殺人事件のストーリー

例えば,「山口・周南放火殺人事件」トピックは「発生・捜

索」,「犯人逮捕」,「供述」,「再逮捕」,「起訴」の 5つの局面

で構成されている.それらを追跡することによりトピックのス

トーリーを把握し,発生から起訴までの全体を分析することが

可能である.

局面追跡と呼ばれるストーリー抽出 (ニュース記事から)は,

特定のトピックの下でイベントを抽出し,これらのイベントが

時間の経過と共にどのように発展するかを明らかにすることを

目的としている [10].しかしここでのトピック追跡は,単語の特

徴などの共通項を基に議論しているのであり,本研究が目指す

局面追跡の”前述・後述の記事の整合性に重きを置いたトピッ

クの抽出および知識構造の発見” とは目的が異なる. たとえ時

系列的に記事が与えられたとしても関連するイベントを正確に

抽出し,それらを首尾一貫したストーリーに繋げるための技術

が必要である.

局面追跡には主に 2 つの問題がある. 第 1 に, ストーリーの

決まった構造がないため学習データを事前に用意する方法が無

く,同ジャンルのトピックであればストーリーの変遷が似てし

まう.そのため,特定のトピックに対するストーリーの捕捉が難

しい.第 2に,トピック内であるイベントがバースト状態 (急激

に記事数が増加する)が生じる事がある.急激な変化に対する対

応が難しく, 同じトピックでありながら「異なるトピックの記

事である」と間違った追跡を行う場合がある.

また,トピック検出にも語分布の変化への対応が困難な問題

がある.ニュース記事は常に増加し,それに伴い語数も語頻度も

増加する.従来の TFIDFや遡及的検出での処理は難しく,語の

増分を考慮したオンラインでの検出方法が必要となる.

本研究は追跡問題に対し,HMMによる確率論的アプローチを

とる.状態遷移をストーリーとして考え,マルコフモデルを構築

し,トピックの構造の可視化を行う.さらに,尤度計算でトピッ

クの局面追跡を行う. 尤度計算では Viterbi アルゴリズムを拡

張した K-Viterbiアルゴリズム,後ろ向き K-Viterbiアルゴリ

ズムを使用し,尤度上位 K個の経路を得る.また,検出において

は増分を考慮した確率的 TFIDFおよび遡及性を考慮したクラ

スタリングによるオンラインでの検出方法を提案する.

例としてトピック「山口・周南放火殺人事件」を行う.図 3に

記事の一部を示す.1行 1記事に対応しており,時系列順に並ん

でいる.語は名詞を抽出している.

図 3 山口・周南放火殺人事件の記事

3 隠れマルコフモデル

3. 1 マルコフモデル

確率論において確率過程は,確率変数が一組の状態に関連付

けられ,時間の経過と共に変化する数学的な手法を意味し,確率

的有限オートマトン (観測出力値付き)として考えられる.この

アプローチは,様相が無作為に変化する現象およびシステムの

数学的モデルに広く使用されており,一般的な例として「音声

認識」が挙げられる.

マルコフモデル (MM)は,未来の状態が現在の状態にのみ依

存し,それ以前に発生した事象・状態には依存しないという仮定

を有する確率的枠組みの１つであり,マルコフ性と呼ばれる.MM

は (N,M,A,B,Π)で定義され, ここで N = {1, 2, .., n}は状態
数,M = {1, 2, ..,m}は出力記号数であり,A = {aij , i, j ∈ N},
0 <= aij <= 1, Σjaij = 1,B = {bij(o), i, j ∈ N, o ∈ M ,

Σobij(o) = 1,Π = {πi, i ∈ N}, Σiπi = 1 である.aij は 状

態 i から状態 j への遷移確率を意味し,bij(o) は状態 i か

ら状態 j への遷移での出力記号 o の確率, また πi は開始

状態 si の初期確率を意味する. 一般的にマルコフの仮定は

P (st+1|s1..st) = P (st+1|st)s1, .., st+1 ∈ N であるので,扱いに



くいシステムへの推論と計算を可能にし,単純で効率的な方法

で予測モデリングおよび確率的予測を容易にする [4].

3. 2 隠れマルコフモデル

マルコフモデルには主に 2つの問題がある.学習データの取

得,および学習データに適したマルコフモデル (A, B および Π)

の推定方法である.学習データを調べる事によりモデルの構築

が可能となるが,真の問題は多くの学習データを正しく効率的

に取得する方法である.

隠れマルコフモデル (HMM)は,状態が部分的にしか観測で

きないマルコフモデルの一種である [3].観測値の出力はシステ

ムの状態に関連しているが,状態を正確に判断するには不十分

である.ここでいう「隠れ」とは,最適な解釈のための観測に関

連付けた状態の事を示す.

HMM は 3 つの問題に対する解決策を提供する. 観測系列

O = o1...oT , oj ∈ M と仮定する.第 1に,観測系列 Oの確率を

得ることが出来る.実際,マルコフモデルを仮定すると,O を生

成する全ての経路を探索し,その確率を合計する.第 2に,最も

可能性の高い経路 S = s1...sT , sj ∈ N を取得することが可能

である.Viterbiアルゴリズムは動的計画法を用いて効率的に最

尤の経路を推定する.

HMMの真の貢献は,マルコフモデルにおける状態遷移確率

A, 出力記号確率B および 初期状態確率Πを推定する事が可能

である.マルコフモデルを推定するために EMアルゴリズムを

適用する.ゼロからEMアルゴリズムを介して調整過程を繰り返

す事で,データの尤度を最大化していく.Baum Welch(BW)ア

ルゴリズムを使用すると,一連の (未学習の)データから HMM

を効率的に推定できる.十分なサイズの学習データがあれば,素

早い収束と局所的最適解の回避に役立つ.学習データや適切な

初期化が無ければ,これらの問題を避ける事は難しい.

代表的な応用事例に,Viterbiアルゴリズムを利用した形態素

解析を行う方法がある.品詞に基づくマルコフモデルを構築し,

各経路の尤度を Viterbi アルゴリズムにより得て最大尤度と

なる経路を決定する. 例えば, 品詞のマルコフモデルと”Time

flies like an arrow”が与えられたとする.この英文の翻訳が単

語”’flies”と”like”の品詞が「名詞または動詞」,「動詞または

前置詞」であるかの違いにより,「時蝿は矢を好む」または「光

陰矢の如し」というように大きく差が出来てしまう.まず,出力

観測値として考慮したこの英文を単語ごとに区切り, 名詞, 動

詞,冠詞,形容詞,前置詞の状態遷移を推定する.次に,最大尤度

である状態の経路を決定する.この場合,最尤経路は名詞,動詞,

前置詞,冠詞,名詞であるため最適な翻訳は「光陰矢の如し」で

あると推測できる [11].

本研究では,HMMを用いてモデルを構築し Viterbiアルゴリ

ズムを用いて尤度計算を行い,トピックの局面追跡を行う.例と

して図 3の記事を用いる.尤度の計算の前にトピック検出を行

い,得られた記事によりモデルを構築する.手法については 4章

で述べる.得られた記事の一部とその記事により構築したモデ

ルを図 4 に示す. 検出で得られた記事 13 件から Baum Welch

アルゴリズムにより,モデルを推定する.ここで状態 0から始ま

る初期状態確率 0.9969...,および状態間の各遷移確率を取得す

る (実験では状態名は各状態の出力記号に基づいて決定する).

図 4 記事の一部と構築されたマルコフモデル

4 トピック検出と局面追跡に対する提案手法

トピック検出および追跡において,Yang氏らは余弦類似度に

基づく CMUアプローチを提案している [5][9].各文書をストー

リーとみなし,トピック検出では余弦類似度に基づいてクラス

タリングを行い、「新規のイベント」または「既存のトピック

のイベント」であるかを閾値に基づいて判断する.後にオンラ

インでの語の増分を考慮した改良版を提案している.トピック

追跡では k最近傍法 (kNN)を採用している.学習データとテス

トデータ間の類似度を比較し,最も近い k個の学習データのト

ピックを選択する.共に提案されている決定木の手法よりもや

や優れており,修正版では誤検出率も減少出来ると述べている.

しかし,全体的な精度としてはあまり良好でなく,追跡に関して

は具体的な結果を述べていない.

本研究では文書とする新聞記事に対し,HMMによるトピック

の局面追跡および確率的 TFIDFによるオンラインでのトピッ

ク検出の新規のアプローチを提案し,それぞれの手法を補完す

るように組み込んで行う.局面追跡は,ある記事が特定のトピッ

クにおける後続の記事となるかを 1つのモデルで判断するため,

クラスごとにモデルを構築して最尤原理 (MLP)により分類す

る分類問題とは異なる点に注意されたい.

以下で述べる各手法での閾値は幾つかの予備実験を通して決

定する.本研究で設定された閾値については次の章で述べる.

4. 1 トピック検出

本研究では従来のクラスタリングを拡張し,以下の 2つのア

イデアに基づいてトピック検出を行う.

(1) 各記事の TFと各クラスタにおける確率 IDFを計算.

(2) 遡及的に各記事間の類似度を計算.

Term Frequency Inverse Document Frequency(IDF) とは,

文書中の単語の重要性を推定するための方法である.TFは文書

内における単語 wの出現頻度を意味する.IDFは単語 wを含む

文書数の全文書数に対する比の逆対数である. 相沢氏らは, エ

ントロピーの概念を用いる TFIDFのモデル化を議論している

[1].

しかし,新しい文書が継続的に入る事で文書数が変化し続け

る状況を考慮すると,毎回 TFIDFを取得する必要がある.全て



の文書を処理するには時間がかかるため,ここでは確率的逆文

書頻度 (IDF)を適用する.単語 wの出現確率 P (w)を用いて容

易に確率的 IDFを求める事が可能となる.以下に示す.

TFIDF = TF × IDF

TF =
fwi

+1

F+N

IDF = log 1
P (wi)

P (wi) =
f ′
wi

+1

F ′+1

ここで,fwi は i番目の単語 wの頻度.F は全単語の頻度,N は

文書内の全単語数である.P (wi)は,各クラスタ内の総単語数 F ′

における単語 wi の出現確率を意味する.TFIDFの枠組みが動

的環境下でも維持することが可能であることに注意されたい.

以下の手順に従い,トピック検出を行う.

(Step A) 各記事に対する TF とクラスタにおける確率 IDF

を計算する.

(Step B)各クラスタ内における記事とテストデータ間の類似

度を計算.このとき,クラスタ内の記事の全ての組み合わせ (既

存の記事が所属するにあたり,過去に類似度を求めた際の記事

の組み合わせ：遡及的)で類似度を計算し,最終的に最小類似度

を決定する.

(Step C) 最小類似度が閾値以上の場合は同クラスタの記事

とする.閾値以上となるクラスタが複数ある場合は最も最小類

似度が大きいクラスタに所属する事となる.また,全てのクラス

タで閾値以下であった場合は新規のクラスタを作成し,所属さ

せる.

(Step D)Step A～Step Cを繰り返す.

4. 2 局 面 追 跡

　

以下の 2つの仮定を提示し,尤度によるトピックの局面追跡

を行う.

(1) トピックには統一した構造がある.

(2) 各トピック内で時系列順に並べられた文書には区別可

能な一定の尤度を保持する.

トピックの構造を確率過程の状態遷移とみなし,モデルの構

築および尤度計算により類似する記事を選定することで構造抽

出が可能と考える. さらに,Viterbi アルゴリズムを拡張した 2

つの方法,K-Viterbiアルゴリズム,後ろ向き K-Viterbiアルゴ

リズムを提案し,尤度計算を行う.

4. 2. 1 Viterbiアルゴリズムの拡張

　

一般的に, マルコフモデル (N,M,A,B,Π) と共に出力系列

O=o1...oT (T > 0)が与えられると系列Oに対する最大尤度の

経路 s1, ..., sT を Viterbiアルゴリズムにより推定する.このア

ルゴリズムに対し, 時刻 t における状態 i の最大尤度を保持す

る 2つの関数 αt(i),βt(i)および αt(i)の時刻 tにおける状態 i

の状態連鎖をそれぞれ定義し,以下のような動作を行う.

α0(i) = πi

αt+1(i) = Maxj{αt(j)× aji × bji(ot+1)}
β0(i) = ϕ

βt+1(i) = ArgMaxj=1,..,n{αt(j)× aji × bji(ot+1)}

πi は状態 iが初期状態となる確率である. 帰納法により,時

刻 tでの状態 j における最大尤度 αt(j)を仮定する.この時,時

刻 t + 1で状態 iに到達するために,αt(j) × aji × bji(ot+1)を

最大化する全ての状態 j ∈ N を調べる.同様に,帰納法により

時刻 tの状態 j における最大尤度 βt(j)を仮定する.この時,時

刻 t + 1で状態 iに到達するために,αt(j) × aji × bji(ot+1)を

最大化する全ての状態 j ∈ N を調べる. βt+1(i) = j は,尤度を

最大化する状態 j から時刻 t+ 1で状態 iへの到達を意味して

いる.例として,β2(s2) = s1, β3(s3) = s2, ...と示す.最終的な結

果は後方連鎖 βT (sT )で保持する.

本研究ではViterbiアルゴリズムを拡張し,新たにK-Viterbi,

後ろ向き K-Viterbiアルゴリズムの 2つのアルゴリズムを提案

する.これらは尤度の大きい順に K個の経路を推定するアルゴ

リズムである.複数の経路を同時に推定することでモデルの多

重化が可能となる.K-Viterbiアルゴリズムの手順を以下に示す.

α
(k)
0 (i) = π (k = 1), 1 (k > 1)

α
(k)
t+1(i) = Max

(k)
h=1,..,K,j=1,..,n{α

(h)
t (j)× aji × bji(ot+1)}

β
(k)
0 (i) = ϕ

β
(k)
t+1(i) = ArgMax

(k)
j {α(h)

t (j)× aji × bji(ot+1)}
j = 1, .., n, h = 1, ..,K

Max(k) は,k 個の最大値の演算子であり,K = 1 ならば

Max = Max(1)となる.また,ArgMax(k)は k個の argmax演算

子であり,K = 1ならばArgMax = ArgMax(1)となる.前述の

ように,帰納法により時刻 tでの状態 jにおける h(h = 1, ...,K)

個の最大尤度α
(h)
t (j)を仮定する.このとき,時刻 t+1で状態 iに

到達するために,K個の最大α
(h)
t (j)×aji×bji(ot+1),h = 1, ..,K

を含む全ての状態 j ∈ N を調べる.結果は α
(k)
T (sT )で保持する.

k 個の最大経路に関して, 時刻 t における状態 j での最大尤

度 β
(h)
t (j),h = 1, ..,K を仮定する. この時,k 個の最大尤度を

保持する時刻 t + 1 での状態 i に到達するために,k 個の最大

α
(h)
t (j)× aji × bji(ot+1), h = 1, ..,K を含む全ての状態 j ∈ N

を調べる.ここで β
(k)
t+1(i) = j は状態 j から時刻 t+ 1の状態 i

への到達を意味しているが,状態 j は常に k 個であるわけでは

なく,β2(s2)
(1) = s1, β

(2)
3 (s3) = s2 という事も考えられる.後方

連鎖 β
(k)
T (sT )を取得し,各ステップで常に k個の選択O(KnT )

を取得する.

α
(k)
T (sT ) および β

(k)
T (sT ) は全て同時に取得することに留意

されたい. この拡張した計算方法は, 効率的かつ同時に上位 K

個の経路を推定するのに役立つ.例として図 4のマルコフモデ

ルと記事を用いて上位 2個の経路を推定する.記事には”富山,

市,会社,役員,...”という単語が含まれ,最初の単語”富山”の出

力確率は初期状態 0で 0.01である.この時のコストは初期状態

確率 0.9933を掛けた α
(
11)(s1) = 0.009933 = 0.9933× 0.01で

ある.さらに”山口”から次の単語”市”へは,状態 0から状態 2

および状態 0から状態 4の 2経路の遷移が存在する.先程求め

たコストと状態遷移確率および出力記号確率を掛けると,新し

いコストはそれぞれ 0.000223と 0.000047となる.この過程を

最後の語まで繰り返していく.

後ろ向き K-Viterbiアルゴリズムは,K-Viterbiアルゴリズム

を後ろ向きに行う計算方法である.系列の全ての情報を後方で



取得する.ここで,時刻 tで状態 iから始まり経路 sT へ到達す

る最大尤度を保持する 2つの関数 γt(i),δt(i)および γt(i)の時

刻 tでの状態 iから経路 sT への状態連鎖をそれぞれ定義する.

γT (i) = 1 (i = sT ), 0 (otherwise)

γt(i) = Maxj=1,..,n{aij × γt+1(j)× bij(ot)}
δT (i) = i

δt(i) = ArgMaxj{aij × γt+1(j)× bij(ot)}

帰納法により,時刻 t+ 1で状態 j から始まり経路 sT へ到達

する最大尤度 γt+1(j)を保持する.次に,時刻 tで状態 iに後方

に取得するために,aij × γt+1(j)× bij(ot)を最大化する全ての

状態 j ∈ N を調べる.同様に,時刻 t+1での状態 j において最

大尤度 δt+1(j)の経路を仮定する.この時,時刻 tで状態 iを後

方に取得するために,aji × γt+1(j)× bji(ot+1)を最大化する全

ての状態 j ∈ N を調べる.δt(i) = j は状態 j から時刻 tで状態

iへの到達を意味している.従って δ2(s2) = s1, δ3(s3) = s2, ...

となる.Viterbiアルゴリズムと比較して複雑さが増すことは無

い.後ろ向き K-Viterbiアルゴリズムの手順を以下に示す.

γ
(k)
T (i) = i (i = sT ), 0 (otherwise)

γ
(k)
t (i) = Max

(k)
h=1,..,K,j=1,..,n{aji × γ

(h)
t+1(j)× bji(ot+1)}

δ
(k)
T (i) = 1 (i = sT ), 0 (otherwise)

δ
(k)
t (i) = ArgMaxk

j {aji × γ
(h)
t+1(j)× bji(ot+1)}

j = 1, .., n, h = 1, ..,K

例として,K-Viterbiアルゴリズムと同様に K = 2で図 4を

用いる. 記事には” 富山, 市, 会社, 役員,...” という単語が含ま

れ,173 番目の最後の単語” 放火” は状態 4 のみから出力記号

確率 0.05121...で出力されている.上位 2個のコスト C(s173)

は 0.05121.. となる.172 番目の単語” 灯油” は後方の遷移によ

り状態 4 から状態 3, 状態 4 から状態 4 への遷移が可能であ

り,この時の上位 2個のコスト C(s172)は 0.000502...,および

0.0000094...である.常に K 個のコストを保持しながらこの過

程を繰り返す.

4. 2. 2 局面追跡の手順

以下の手順に従い,K-Viterbi, 後ろ向き K-Viterbi アルゴリ

ズムを尤度計算に用いたトピックの局面追跡を行う.

(Step A’)トピック検出で得られた記事を学習データとする.

記事の時系列は保持する.

(Step B’)テストデータ 1件と共にマルコフモデルを構築す

る.構築したマルコフモデルを用いて,尤度計算により各記事の

上位 K個の尤度を推定する.

(Step C’) テストデータのパープレキシティ(PP) 値と学習

データの平均 PP値との差が閾値以下であれば,追跡対象のト

ピックに類似する記事とみなし選定.学習データに追加する.閾

値以上であれば現在のテストデータを捨てる.

(Step D’)次のテストデータを推定する.

(Step E’)Step B’～Step E’を繰り返す.

4. 3 トピック検出と局面追跡

本項では提案手法全体の流れについて述べる.前述で述べた

トピック検出および局面追跡を組み込んで行い,双方の手法の

結果を補完し合う.さらに,各手法の推定に終了の判断である閾

値を設定する.これらにより,検出または追跡漏れを防ぎ,推定

量の削減を図る.

時系列に並べた記事系列を一定の区間で区切り,以下の手順

に従い区画ごとに検出と追跡を行う.なお,第 1区画には追跡し

たいトピックの記事が数記事含まれているものとする.

(Step A”) トピック検出を行う. 現区画の最後の記事まで終

えた後,得られた各クラスタ内外の纏まりの良さをそれぞれ求

め,閾値 αと比較する.クラスタ iの纏まりの良さ CCDi は中心

度 CCi および密度 CDi に基づいて以下で求める.

CDi
= Wd

WCi

CCi
= 1

CN−1

∑ (WCij
)2

WCi
× WCj

CCDi
=

1−CDi
+CCi

2

(Step B”)閾値 α以上であれば検出を完全終了し,以下であ

れば検出は次の区画でも続行する.どちらの場合においても,得

られた学習データのクラスタを用いて,現区画内のその他の記

事 (テストデータ)の局面追跡を行う.

(Step C”) 追跡出来た記事がある場合, その時点でモデルの

性能M を以下の式で求め,閾値 β と比較する.閾値以上であれ

ば追跡を完全終了し,以下であれば次の区画でも続行する.

M = D + P +
∑

D PP

(Step D”) 現区画内の追跡が終わり次第, 次の区画と合体し

Step A”～Step D” を繰り返す. 検出または追跡が終了してい

る場合はその推定は行わない.

クラスタ内外の纏まりの良さは,中心度および密度の概念を

用いて評価する [7].Wd はクラスタ Ci 内で 2件以上の記事 dに

出現する語数 W ,WCi はクラスタ Ci 内の全語数である.WCij

はクラスタ間で共通する語数であり,CN−1 は比較したクラス

タ数である. モデルの性能において,D はデータ数,P は推定さ

れたパラメタ数であり,
∑

D PP はパープレキシティ値の合計で

ある.

図 5 記事 7 件を用いた手法の流れ

例題として, 記事集合 7 件を用いて行う. 尤度計算の際は

K = 2 と設定する. 図 5 の記事 1～5(山口トピック) は追跡し

たいトピックの記事,記事 6,7はテストデータである.まず,ト

ピック検出によりこれらの記事のクラスタリングを行う.その



後,作成された各クラスタ C1,C2 でクラスタ iの纏まりの良さ

CCD1 = 0.301,CCD2 = 0.086, を求める. このとき各値は閾値

0.35以下であるので,検出は次の区画でも行う事が決定する.次

に記事 1～5と記事 6および記事 7によるマルコフモデルを順

に構築する.図中のモデル 1は記事 6,モデル 2は記事 7を含め

て構築したものである.さらに K-Viterbi,後ろ向き K-Viterbi

アルゴリズムを用いて尤度計算を行う.各モデルで求めた平均

PP値とテストデータの PP値との差は閾値 0.025以上である

ため,記事 6および記事 7は追跡したいトピックの記事でない

とし,捨てる.このとき,追跡出来た記事は無いのでモデルの性

能M は計算しない.第 1区画内の記事の追跡が終了次第,次の

区画と合体し同様に行う.

5 実 験

5. 1 実 験 準 備

関連研究である Yang氏らの kNNによる手法を追跡のベー

スライン,余弦類似度による手法 (以下,CMU)と増分を考慮し

た IDFを用いた手法 (以下,CMU最適化)を検出のベースライ

ンとし,提案手法を評価する.3つのトピックで検出と追跡をそ

れぞれ行.ベースラインは複数のトピックを想定しており,記事

は時系列順になっている.本研究も同様に行う.

全記事にトピックのラベルが含まれているがストーリーの情

報は含まれていない.実験では「CD-毎日新聞 2013データ集」

の 1月 1日の先頭から,ストーリーの流れが完結している「千

葉・市川女性刺殺事件」(以下,千葉)の記事全 11件と,「山口・

周南放火殺人事件」(以下,山口)の記事全 12件,「富山・放火殺

人事件」(以下,富山)の記事全 17件を手で抽出する.事前に形

態素解析を行った後,名詞のみを抽出する.また,尤度の上位 K

個の経路を常に候補として保有し,それぞれでパープレキシティ

(PP)値を求める.予備実験を通して幾つかの閾値を取るが,こ

こでは K-Viterbi・後ろ向き K-Viterbiアルゴリズムでは K=2

を採用する.各手法の類似度に対する閾値を以下の表 1に示す.

　

表 1 各手法における閾値
提案手法 CMU

山口 千葉 富山 CMU CMU 最適化

検出 0.85 0.9 0.85 0.997 0.95

追跡 0.025 0.05 0.5

モデル性能 180 200 180

クラスタ内外の纏まり 0.35 0.34 0.34

また,

検出の評価には未検出率 (検出に失敗した記事の割合),誤検

出率 (誤って検出した記事の割合),それらに基づく正規化した

Detection Cost Function(DCF)1の 3つの基準を用いる [6].追

1：未検出率と誤検出率に基づいてシステムの性能を評価する関数.式は CDet =

Cmiss× Pmiss× Ptarget + Cfalse× Pfalse× (1 − Ptarget) で与えら

れる. 正規化の式は,(CDet)Norm = CDet/Min(Cmiss× Ptarget, Cfalse

× (1 − Ptarget)) である.Cmiss,Cfalse はそれぞれ 1 で与えている.Pmiss

は未検出率,Pfalse は誤検出率,Ptarget はコーパス中に含まれる正解トピック

の記事集合の割合である.

跡の評価基準は検出と同様の計算で求めるが,区別するために

ここでは未追跡率,誤追跡率,Tracking Cost Function(TCF)と

定義する.

5. 2 実 験 結 果

3つのトピックを追跡対象としてそれぞれ行う.各手法におけ

るトピック検出および局面追跡の結果を表 2, 表 3 にそれぞれ

示す.

　

表 2 各手法における性能評価値 (トピック検出)

富山 ベースライン (CMU 最適化) ベースライン (CMU) 提案手法

未検出率 (%) 0.7059 (12/17) 0.2941 (5/17) 0.2353 (4/17)

誤検出率 (%) 0 (0/23) 0 0

Cost 0.3 0.125 0.1

山口 ベースライン (CMU 最適化) ベースライン (CMU) 提案手法

未検出率 (%) 0.75 (9/12) 0.5833 (7/12) 0.0833 (1/12)

誤検出率 (%) 0 0 0.0357 (1/28)

Cost 0.225 0.175 0.1083

千葉 ベースライン (CMU 最適化) ベースライン (CMU) 提案手法

未検出率 (%) 0.4545 (5/11) 0.4545 (5/11) 0.6364 (7/11)

誤検出率 (%) 0 0 0

Cost 0.125 0.125 0.175

　

表 3 各手法における性能評価値 (局面追跡)

富山 ベースライン 提案手法

未追跡率 (%) 0 (0/15) 0.75 (3/4)

誤追跡率 (%) 0.4211 (8/19) 0 (0/23)

Cost 0.5333 0.1111

山口 ベースライン 提案手法

未追跡率 (%) 0.1 (1/10) 0 (0/1)

誤追跡率 (%) 0 (0/24) 0 (0/28)

Cost 0.0294 0

千葉 ベースライン 提案手法

未追跡率 (%) 0.6667 (6/9) 0.8571 (6/7)

誤追跡率 (%) 0 (0/25) 0 (0/29)

Cost 0.1765 0.1667

トピック検出の DCFにおいて,提案手法では富山トピックで

最大 0.2,山口トピックで最大 0.12改善している.誤検出してい

る記事はあるものの,全体的にベースラインよりも正しい記事

を多く得られている.さらに,富山トピックでは 2区画目でクラ

スタ内外の纏まり閾値を超えたため,後の他トピックの記事 28

件を処理することなく終了している.

局面追跡のTCFにおいて,提案手法では富山トピックで 0.42,

山口トピックで 0.029,千葉トピックで 0.01改善している.富山

トピックでは 3区画目でモデル性能の閾値を超えたため,他の

トピックの記事 25 件を処理することなく終了している. また,

千葉トピックでは検出で得られなかった記事 (番号 5)が追跡で

得られており,検出の補完が行えている.

5. 3 考 察

5. 3. 1 トピック検出における DCF

提案手法では富山トピックでDCFが 0.1(未検出率 23.5%,誤

検出率 0.0%),山口トピックで DCFが 0.1083(未検出率 8.3%,



誤検出率 3.6%)であり,ベースラインより改善している.この原

因として,各記事に適用した確率的 TF-IDFにあると考えられ

る.ベースラインおよび提案手法での各記事の類似度の比較を,

以下の表 4に示す.

　

表 4 各手法における性能評価値 (局面追跡)
提案手法 (閾値:0.85) ベースライン (CMU)(閾値:0.997)

cluster1 cluster2 cluster1 cluster2 cluster3 cluster4

富山 1

0.993079549 富山 2 0.999676661

0.9400628 富山 3 0.996670738

0.94137681 富山 4 0.996750794 0.999308266

0.934366291 富山 5 0.996082754 0.997054324

0.83527228 富山 6 0.994927881 0.994148886

0.933241667 0.830811173 富山 7 0.995707958 0.997407739 0.992469825

0.913772632 0.81478893 富山 8 0.994909694 0.99760953 0.991617724

0.881335434 0.79353116 富山 9 0.995370743 0.997213689 0.99212898

0.857023514 0.771419636 富山 10 0.994045133 0.996231752 0.990655636

0.858370607 0.783899849 富山 11 0.994945013 0.997571107 0.991700799 0.995510695

0.859017126 0.812699878 富山 12 0.99577382 0.997784505 0.992464027 0.995885737

0.858888619 0.811943235 富山 13 0.995206237 0.997684486 0.991754478 0.994406151

0.85982732 0.783772708 富山 14 0.994925127 0.997045583 0.991458067 0.994084378

ベースラインでは,各クラスタにおける類似度に大きな差が

みられない.また,提案手法と同様の閾値または下げてしまうと

誤検出率が高くなり,現閾値でも微妙な差で別クラスタに振り

分けられてしまう問題が出ている.

しかし提案手法では, 遡及性クラスタリングおよび確率的

TF-IDFに基づく手法により類似度に大きな差が出ている.こ

のため各記事がどのクラスタに所属するかが明確になり,クラ

スタの不要な増加も防いだと考えられる.

5. 3. 2 局面追跡における検出の補完

提案手法による追跡で, 検出で選びきれなかった千葉トピッ

クの記事 (番号 5)が追跡可能となっている.この原因として,構

築されたマルコフモデルにあると考える.学習データのみで構

築したマルコフモデルおよびテストデータ (記事 5)を含んだ記

事集合で構築したマルコフモデルを以下の図 6,図 7にそれぞ

れ示す.なお,ここでの状態名は各状態に付随する出力語を基に

記述している.

図 6 学習データのみで構築したマルコフモデル

図 7 テストデータを含めて構築したマルコフモデル

各状態に付随する出力語は出力記号確率が大きい語を採用し,

記述している.これら 2つのマルコフモデルの出力記号をみる

とほぼ違いが見られず,状態遷移にも大きな変化は見られない.

このため,図 7のモデルでテストデータの PP値を推定すると,

語の並びや出力語が似ているため学習データの平均 PP値との

差が小さくなり,追跡可能となったと考えられる.以下にテスト

データと平均 PP値との差を表 5に示す.

　

表 5 各手法における性能評価値 (局面追跡)

学習データの平均 PP 値 記事 5 差

1-PP 3.626728166 3.636609558 0.009881391

2-PP 3.627053815 3.636609558 0.009555742

6 結 論

本研究では, 尤度計算による局面追跡と, 確率的 TF-IDF に

よる遡及性を考慮したトピック検出のオンラインでの手法を提

案した.富山,山口トピックの検出と追跡,千葉トピックの検出

においてベースラインよりも良い性能を示した.結果の一部と

して,富山トピックの DCFでは最大で 0.2,TCFでは 0.42以上

も改善された.また,千葉トピックでは,検出で得られなかった

記事が追跡で得られ,検出と追跡のそれぞれの結果でお互いを

補完する事により検出漏れを防ぐことが可能となった.

富山トピックでは検出が 2区画目,追跡が 3区画目で終了し

た.各手法で打ち切り閾値を設けた事により後の他トピックの

記事を処理することなく終了し,計算量の削減が可能となった.
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