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あらまし 範囲検索は，データベース，情報検索，情報推薦，およびデータマイニングなど，幅広い分野で応用され
ており，その高速化は重要な課題である．近年，画像や音声をはじめとする高次元データを扱うアプリケーションが
増えている．しかし高次元データの範囲検索は，次元の呪いにより，木構造を用いた従来手法では高速化が困難であ
る．高次元データを低次元空間に写像する近似手法では，利用する距離関数によっては写像の設計が困難である．近
年，次元圧縮を行わないデータ構造として，グラフを用いたインデックスが注目されている．本稿では，ユークリッド
空間におけるグラフを用いたインデックスをメトリック空間に拡張し，任意の距離関数による検索を可能にする．さ
らに，グラフを用いた効率的な近似範囲検索アルゴリズムを提案する．実データを用いた実験により，提案アルゴリ
ズムの有効性を示す．
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1. は じ め に

範囲検索は，クエリ q と検索範囲 r が与えられたとき，与
えられたデータ集合の中から，クエリとの距離が r 未満であ
るデータを検索する．範囲検索は，データベース [3]，情報検
索 [24]，情報推薦 [16], [25]，データマイニング [6], [22]など，多
くの分野で応用されている．範囲検索を実現する最も簡単な
方法は，与えられたデータ集合の各要素とクエリとの距離を
全て計算するという方法である．しかしこの方法では，大量の
データに対して検索を行う際の実行時間が非常に大きくなると
いう問題点がある．そこで，主に木構造を用いた範囲検索アル
ゴリズムが提案されてきた [2], [26]．しかしながら，近年，画
像，映像，および音声をはじめとした高次元データを扱うア
プリケーションが増えている．木構造を用いた正確な範囲検索
は，次元の呪いと呼ばれる現象により高速化ができない．この
問題を解決するため，ハッシュ[4], [10], [13], [17], [18], [23], [27]

や量子化 [9], [15]によって次元を削減する近似手法が提案され
ている．しかし，このような次元削減手法は利用する距離関数
に強く依存するため，メトリック空間における次元削減手法を
設計するのは困難である．また近年，高次元空間における近
似 k最近傍検索の研究において，近接グラフを用いたアプロー
チ [7], [8], [11], [12], [19], [20]が，次元削減を用いる方法よりも
精度と速度の両方で優れた性能を示している．
本稿では，グラフインデックスを用いた新しい近似範囲検索
アルゴリズムを提案する．提案アルゴリズムでは，各データを
ノード，データ同士の関係をエッジとして表現し，エッジを辿
る操作を繰り返して範囲検索を行う．これにより，任意の距離

関数を利用可能にし，高次元データに対して高速かつ高精度な
近似範囲検索を実現する．

研究動機．メトリック空間における高次元データの高速かつ高
精度な近似範囲検索が要求されるアプリケーションは数多く存
在する．

例 1. ある ECサイトにおいて，あるユーザが過去に閲覧した
商品と類似した商品画像を持つ商品をそのユーザに推薦する状
況を考える．このときサーバはユーザが過去に閲覧した商品画
像をクエリ q に，距離 rを検索範囲として，扱っている商品画
像全体に対して範囲検索を行うことで，類似した商品をユーザ
に推薦する．

ECサイトでは低遅延なレスポンスが求められるため，高速
なアルゴリズムが必要となる．また，必ずしも正確な結果が求
められる訳ではないが，精度が低い近似アルゴリズムを使うと
推薦によってユーザの購買を促進できない．さらに，商品画像
および ECサイトの特性によっては，ユークリッド距離ではな
く，角距離などの距離関数を用いて推薦することによりユーザ
の嗜好を反映できる可能性があるため [21]，任意の距離関数を
利用可能なインデックスが求められる．

提案アルゴリズムの概要．本稿では，NSG: Navigating

Spreading-out Graph [8] と呼ばれるユークリッド空間におけ
る k最近傍検索のためのグラフインデックスをメトリック空間
に拡張し，任意の距離関数を利用可能にする．さらに，グラフ
を用いた範囲検索アルゴリズムを提案する．提案アルゴリズム
は，高速にクエリに接近し，検索範囲内のデータを 1つ発見す
るGlobal Range Searchと，検索範囲内のデータを全て検索す



る Local Range Search で構成される．Global Range Search

では，遠回りの起こらないパスを使ってクエリに接近し，Local

Range Searchでは検索範囲内のパスを貪欲に辿ることにより
効率的な範囲検索を実現する．

貢献． 以下に本研究の貢献を示す．
（ 1） NSGをメトリック空間に拡張する．
（ 2） グラフを用いた効率的な範囲検索アルゴリズムを提案
する．
（ 3） 実データを用いた実験により，提案アルゴリズムの有
用性を確認する．

本稿の構成．以下では，2章で本稿の問題の定義を述べ，3章
で関連研究を紹介する．4章で本稿の提案アルゴリズムについ
て説明し，5章で性能評価実験の結果を示す．最後に 6章で本
稿をまとめる．

2. 予 備 知 識

本問題を定義するために，本稿で用いる用語を定義する．

定義 1（範囲検索）．クエリ q，検索範囲 r，およびデータ集合
P = {p1, p2, . . . , pN} ⊂ M が与えられたとする．範囲検索は，
P の中で q との距離が r 未満のデータを解として返却する．

問題定義．本問題は，q，r，および P が与えられたとき，高速
かつ高精度に近似範囲検索を実行することである．

3. 関 連 研 究

これまでに多くの高速な範囲検索アルゴリズムが提案されて
いる．本章では，木構造とハッシュを用いた範囲検索を紹介す
る．その後，グラフを用いた高速な k最近傍検索アルゴリズム
について述べる．
3. 1 木構造を用いたメトリック空間における範囲検索．
文献 [26]では，VP木と呼ばれるデータ構造が提案されてい
る．VP木は，Vantage Point p ∈ P と閾値 tを選び，データ
を pとの距離が t未満であるものと t以上であるものに分割す
る．この操作を再帰的に行うことでインデックスを構築する．
検索時は，三角不等式を用いて距離を計算すべき点を絞り込む
ことができるため，効率的な範囲検索を実現する．しかし高次
元空間では枝刈り効率が下がるため高速化ができない．
3. 2 ハッシュを用いた近似範囲検索．
文献 [10]では，LSH: Locality Sensitive Hashingというハッ
シュ関数およびそれを用いた近似範囲検索アルゴリズムが提案
されている．LSHは距離の小さいデータ同士が高確率で衝突す
るハッシュ関数である．データ集合の全ての要素のハッシュ値
を計算し，ハッシュテーブルに格納することでインデックスを
構築する．検索時は，クエリに対してハッシュ値を計算し，同
じハッシュ値を持つデータを取得し，その中で範囲検索を行う
ことで，距離計算すべき点を絞り込むことができる．
しかし LSH は精度が低く，解となるデータが他のバケット
に格納されることが多い．そのため，ハッシュテーブルを複数
個用意して精度を向上するという方法が用いられるが，これに
よってメモリ消費量が増大するだけでなく，距離計算の回数も

増えるため，実行時間も増大する．また，ハッシュ関数は使用
する距離関数ごとに設計しなければならないという問題点が
ある．
この問題を解決するために，文献 [18]ではMulti-Probe LSH

という手法を提案している．LSHを利用すると，解となるデー
タとクエリが異なるバケットに格納される場合であっても，隣
接したバケットに入る可能性が高い．Multi-Probe LSHでは，
この性質を利用して隣接したバケットのうち解が含まれる可能
性の高いバケットを選択する．これにより，メモリ消費量を抑
えて精度を向上できる．文献 [23]では，SRSという手法を提案
している．SRSは，ハッシュテーブルと木構造を組み合わせて
データを管理する．検索時は，元のデータ空間における距離と
LSH によって写像された空間における距離の比がカイ 2 乗分
布に従うことを利用し，木構造を用いて解が含まれる可能性の
高いバケットを効率的に選択する．SRSも Multi-Probe LSH

と同様に，多くのハッシュテーブルを用意することなく，精度
を向上できる．
しかしながら，Multi-Probe LSH や SRS などの手法では，

精度を高めるために多くのバケットを選択すると，距離計算の
回数が増加するため実行時間が著しく大きくなる．また，LSH

と同様に，検索に使用する距離関数に応じてハッシュ関数やバ
ケットの選択方法を設計しなければならないため，メトリック
空間でMulti-Probe LSHや SRSを利用できない．
文献 [1], [4], [27]では，lp 空間で利用可能な様々なハッシュ関

数を提案しているが，メトリック空間で利用可能なハッシュ関
数はこれまで提案されていない．
3. 3 近接グラフを用いた近似 k最近傍検索．
グラフは，データ空間を分割するのではなく，隣接関係

によりデータを管理するため，近年，高次元空間における
近似近傍探索のためのデータ構造として有望視されてい
る [7], [8], [11], [12], [19], [20]．グラフインデックスを用いた近似
範囲検索アルゴリズムはこれまでに研究されていないが，近似
k 最近傍検索については盛んに研究されている．本節では，近
接グラフを用いた近似 k最近傍検索アルゴリズムとそれを実現
するグラフインデックスについて説明する．
k 最近傍検索の定義を以下に示す．

定義 2（k 最近傍検索）． クエリ q，検索結果の数 k，および
データ集合 P = {p1, p2, . . . , pN} ⊂ M が与えられたとする．
k最近傍検索は，P の中で q との距離が最も小さい k個の点を
返却する．

近接グラフを用いた近似 k最近傍検索アルゴリズムをアルゴ
リズム 1に示す．
入力として，クエリ q，検索結果の数 k，および候補集合の

最大要素数 l を与える．まず，始点を候補集合 C に追加する．
その後，以下の操作を C が更新されなくなるまで行う．C か
らノードを取り出し，エッジを辿って訪問したノードを C に
追加する．次に，C の要素を，q との距離でソートする．ここ
で，|C| > l ならば |C| = l となるまで C をリサイズする．C

が更新されなくなれば，C の上位 k 個を結果として返却する．



Algorithm 1: KNNSearch

Input: query q, number of result k, start node s and

candidate set size l

Output: approximate k nearest neighbors

1 candidate set C ← {s}
2 while true do

3 i← the index of the first unchecked node in C

4 if i >= l then

5 break

6 v ← i-th candidate

7 for ∀u ∈ v.neighbors do

8 C ← C ∪ {u}

9 sort C in ascending order of the distance to q

10 if |S| > l then

11 C.resize(l)

12 return top k candidates in C

以下では，近似 k最近傍検索を実現する近接グラフについて説
明する．
3. 3. 1 AkNNG：Approximate kNN Graph

代表的な近接グラフは，各ノードと k最近傍との間にエッジ
を作る kNN Graphである．kNN Graphの構築にはO(N2)の
時間計算量がかかるため，これを近似した AkNNGの高速な構
築アルゴリズムが提案されている [5], [7], [14]．AkNNGをイン
デックスとして用いると，データが一様に分布しているような
空間において，高次元であっても高速に検索を行うことができ
る．しかし，クラスタ状に分布したデータに対して AkNNGを
構築すると，非連結なグラフが作られる可能性があるため，ク
ラスタ外のクエリに対して検索を行うことが困難な場合がある．
3. 3. 2 NSW：Navigable Small World graphs

文献 [19]では，NSWというグラフインデックスを提案して
いる．NSWにデータを追加するためには，現時点で構築され
ている NSW を利用して近似 k 最近傍検索を行い，検索結果
の k個のノードとの間に無向エッジを作る．そして，データ追
加の操作を繰り返すことで NSWを構築する．NSWは，イン
デックス構築初期に作成した長いエッジを辿ってクエリに近づ
き，後期に作成した短いエッジを辿ってクエリに近いノードを
訪問することにより，効率的に検索を行うことが可能である．
その一方で，データを追加する際の順序によってグラフが大
きく異なるという問題がある．また，グラフの連結性は保証さ
れていないため，AkNNGと同様，任意のクエリに対して検索
を行うことが困難な場合がある．
3. 3. 3 HNSW：Hierarchical NSW

NSWの問題を解決するため，文献 [20]では，HNSWという
近接グラフを提案している．HNSWは，複数の NSWを階層
的に配置する．さらに，近似 k最近傍に対してエッジを作るの
ではなく，検索の過程で得られたあるノードに対してエッジを
作り，次にそのノードよりも近いノードを見つけるとそのノー
ドにもエッジを作る．この手順を繰り返してグラフを構築する
ことにより，グラフの連結性を改善することができる．
HNSW は，実データを用いた実験によって高精度かつ高速

図 1: MRNG

な近似 k最近傍検索ができることが示されている．しかし，こ
の手法に対して理論的根拠が与えられていないため，その性能
はデータ分布に依存する．また，複数の NSWを階層的に構築
するため，メモリ消費量が大きい．
3. 4 NSG

文献 [8]では，NSGというグラフインデックスが提案されて
おり，ユークリッド空間における近似 k 最近傍検索は，実行時
間とメモリ消費量の両方の観点で NSGが最高性能であるとさ
れている．アルゴリズム 1より，グラフによる検索アルゴリズ
ムの実行時間は，主に検索時のパスの長さとノードの出次数で
決まることがわかる．NSG は，検索パスを短く，出次数を小
さくすることで高速な近似 k最近傍検索を実現する近接グラフ
である．さらに NSGでは，グラフの連結性が保証されている．
以下では，NSGを構成する要素について説明する．
3. 4. 1 Navigating Node

Navigating Nodeは，データ空間の重心に最も近い点である．
検索を行うときは，任意のクエリに対して Navigating Nodeを
始点とすることにより，平均的に検索時のパスの長さが最短と
なる．
3. 4. 2 MRNG

文献 [8] では，検索パスを短くするためのグラフとして，
MRNGを提案している．MRNGの定義を以下に示す．

定義 3（MRNG: Monotonic Relative Neighbor Graph）． d次
元ユークリッド空間 Ed で定義されたグラフを G，−→uv を Gに
含まれる任意のエッジとする．G が以下を満たすとき，G は
MRNGであるという．

luneuv ∩G = ∅ or −→uw /∈ G,

∀w ∈ (luneuv ∩G)

ただし，luneuv は uを中心とする半径 l = distance(u, v)の超
球と vを中心とする半径 lの超球との共通部分である．図 1に
MRNGの例を示す．
MRNGについて以下の定理が成り立つ．

定理 1 [8]． d次元ユークリッド空間 Ed で定義されたMRNG

をGとする．アルゴリズム 1 により，Gに含まれる任意のノー
ド p，q 間を一度も遠ざかることなく見つけることができる．

したがって，MRNGを構築することにより検索パスを短く
できる．厳密なMRNGを構築するには，各ノード v からデー
タ集合 P の全ノードに対して条件を満たすようにエッジを作
る．しかし，それには O(N2)の時間計算量が必要であるため，
NSGでは v からデータ集合の部分集合 Ps ⊂ P のノードに対



Algorithm 2: BuildNSG

Input: AkNNG G, max out-degree m and candidate set

size l

Output: NSG

1 n← FindNavigatingNode

2 for ∀v ∈ G do

3 candidates of neighbor D ← KNNSearch(v, 1, n, l) ∪
{all nodes checked along the KNNSearch}

4 sort D ascending order of the distance to v

5 p0 ← the closest node to v in D

6 v.neighbors← {p0}
7 for ∀u ∈ D do

8 if Conflict then

9 continue

10 v.neighbors← v.neighbors ∪ {u}
11 if |v.neighbors| >= m then

12 break

13 build NSG with nodes and edges

14 while true do

15 DFS from root n

16 if not all the nodes linked to n then

17 d← unlinked node

18 w ← KNNSearch(d, 1, n, l)

19 d.neighbors← d.neighbors ∪ {w}

20 else

21 break

22 return NSG

してエッジを作る．Psは Navigating Nodeを始点，pをクエ
リとしてアルゴリズム 1，その過程で訪問したノードとする．
また，出次数を小さくするために，各ノードの最大出次数を
ハイパーパラメータで制限する．これらにより，アルゴリズム
1によって効率的に検索を行うことができる．

3. 4. 3 NSG構築アルゴリズム
NSG を構築するアルゴリズムをアルゴリズム 2 に示す．入
力として，事前に構築した AkNNG G，各点の最大出次数 m，
および kNN検索を行うときの候補集合の最大要素数 l を与え
る．まず，Navigating Node nを求めるため，ランダムにノー
ドを選び，データ集合の重心をクエリとして，アルゴリズム 1

によって重心の近似最近傍を求める（アルゴリズム 3）．次に，
データ集合の各ノード v に対して以下の操作を行う．v をクエ
リ，nを始点として，アルゴリズム 1を実行する．検索の過程
で訪問したノードに，MRNGの条件を満たすようエッジを作
る（アルゴリズム 4）．ただし，vの出次数はmに制限する．以
上の操作が完了した後，nを根として深さ優先探索を行う．非
連結なノード wがあった場合は，nを始点としてアルゴリズム
1を実行し，検索結果として得られた近似最近傍から wに対し
てエッジを作る．
Navigating Node や MRNG など NSG の核となる要素は
ユークリッド空間の性質を利用しているため，メトリック空間
で利用できない．また，範囲検索を効率的に行うアルゴリズム

Algorithm 3: FindNavigatingNode

Input: candidate set size l, kNN graph G

Output: Navigating Node

1 r ← random node in G

2 c← centroid of nodes in G

3 return KNNSearch(c, 1, r, l)

Algorithm 4: Conflict

Input: process node v, neighbor candidate u and neighbor

candidate set D

Output: Boolean

1 if luneuv ∩D = ∅ then
2 return false

3 for ∀w ∈ {luneuv ∩D} do
4 if w ∈ v.neighbors then

5 return true

6 return false

についてもこれまでに提案されていない．

4. 提案アルゴリズム

提案アルゴリズムでは，メトリック空間に拡張した NSGを
用いて近似範囲検索を行う．以下では，NSG のメトリック空
間への拡張とグラフを用いた範囲検索アルゴリズムについて述
べる．
4. 1 NSGのメトリック空間への拡張
4. 1. 1 メトリック空間における Navigating Node

メトリック空間では，重心が定義できないため，Navigating

Nodeをメトリック空間に拡張する必要がある．以下にメトリッ
ク空間における Navigating Nodeを定義する．

定義 4（Navigating Node）．

Navigating Node = argmin
∀p∈P

 ∑
∀q∈P

distance(p, q)


4. 1. 2 メトリック空間におけるMRNG

メトリック空間における MRNG を以下のように定義する．
定義 5（メトリック空間における MRNG）． メトリック空間

Mで定義されたグラフを Gとし，−→uv を Gに含まれる任意の
エッジとする．Gが以下を満たすとき，GはMRNGであると
いう．

−→uw /∈ G, ∀w ∈ G,

distance(u,w) < distance(w, v) and

distance(w, v) < distance(u, v) or

−→uw,−→wv ∈ G, ∀w ∈ G,

distance(u,w) > distance(u, v) or

distance(w, v) > distance(u, v)

4. 2 メトリック空間におけるNSGの構築アルゴリズム
3. 4. 3項で述べたNSGを構築するアルゴリズムのうち，ユー



Algorithm 5: ConflictInM

Input: process node v, neighbor candidate u

Output: Boolean

1 for ∀w ∈ v.neighbors do

2 if u /∈ w.neighbors then

3 continue

4 if distance(v, w) < distance(v, u) and distance(w, u)

< distance(v, u)) then

5 return true

6 return false

クリッド空間に依存するアルゴリズム 3およびアルゴリズム 4

を変更する．すなわち，定義 4に従って Navigating Nodeを計
算する．ただし，定義 4では O(N2)の時間計算量がかかるた
め，実際のアルゴリズムでは近似を行い，P からサンプリング
した部分集合 Ps の中から Navigating Nodeを選ぶ．
そして，追加するエッジが MRNG の条件を満たすかどう
かをアルゴリズム 5 により調べる．アルゴリズム 5 では，
定義 5 にしたがって，処理するノード v と隣接ノードの候
補である u が与えられたとき，エッジを作るかどうかを判
定する．すなわち，v の近傍 w の近傍に u があるかどう
かを調べ，u, v, w が条件 distance(v, w) < distance(v, u) か
つ distance(w, u) < distance(v, u) を満たすかどうか判定す
る．条件を満たす場合は真を返し，それ以外の場合は偽を返す．
以上のように変更した後，アルゴリズム 2を実行することで，
メトリック空間における NSGを構築できる．
4. 3 範囲検索アルゴリズム
グラフを用いた検索アルゴリズムでは，実行時間を小さくす
るためには検索パスを短くする必要がある．さらに範囲検索で
は，検索範囲外のノードに対する訪問回数を可能な限り減らさ
なければならない．したがって，始点から検索範囲内のノード
を発見するまでは，アルゴリズム 1 を用いてクエリに最も接
近するエッジを貪欲に辿ることによって検索パスを可能な限り
短くするとともに，検索範囲外のノードの訪問回数を減らす．
また，検索範囲内においては，検索範囲内のエッジを貪欲に辿
ることにより，検索範囲外のノードの訪問を避けられる．NSG

は，各点に対して一度も遠ざかることなく近付くことができる
ので，検索範囲の外に出て再び検索範囲内に入るパスを考慮し
なくても高精度な範囲検索が実現できると考えられる．
提案アルゴリズムは 2段階で構成される．k 最近傍検索と同
様にエッジを辿って検索範囲内のノードを 1つ見つけるステッ
プと，検索範囲内で全ての解を求めるステップである．以後，
前者を Global Range Search，後者を Local Range Searchと
呼ぶ．擬似コードをアルゴリズム 6に示す．
Global Range Searchは，アルゴリズム 1で示した k最近傍
検索と同じ手順で候補集合を更新する．その過程で，検索範囲
内のノードを 1つ見つけると終了し，Local Range Searchに移
る．もし候補集合が更新されなくなるまで解を見つけることが
できなければ，解なしとして終了する．Global Range Search

において，Navigating Nodeから monotonic pathを利用して

(a) Global Range Search (b) Local Range Search

図 2: グラフによる範囲検索アルゴリズム

クエリに近付く様子を図 2a に示す．図 2a において，緑色で
示したノードが Navigating Node，赤色で示したノードがクエ
リ，赤色の円が検索範囲である．水色で示したエッジが Global

Range Searchの過程で辿ったエッジであり，その添字は辿った
順番を表す．
Local Range Search は，Global Range Search で見つけた

解からそのエッジを辿ってノードを訪問する．訪問したノード
が解であれば解集合に追加し，さらにその隣接ノードを訪問す
る．そうでなければそのノードは以後考慮しない．解集合が更
新されなくなると Local Range Searchを終了し，解集合を返
却する．Local Range Searchの様子を図 2bに示す．図 2bに
おいて，水色で示したエッジが Local Range Searchの過程で
辿ったエッジであり，その添字は辿った順番を表す．

5. 評 価 実 験

本章では，提案アルゴリズムの性能評価のために行った実験
の結果を示す．
5. 1 設 定
本実験では以下の 4つのアルゴリズムを評価した．
• 本稿の提案アルゴリズム（M-NSGと表記する）．
• 線形探索（Scanと表記する）．
• [26]における提案アルゴリズム（VP木と表記する）．
• [4]における提案アルゴリズム（LSHと表記する）．ユー

クリッド距離を用いた実験に使用する．
• NSG の事前インデックスとして用いた AkNNG．メト

リック空間における Navigating NodeおよびMRNGの有効性
を検証するため，範囲検索アルゴリズムはアルゴリズム 6を利
用し，Global Range Searchの始点はランダムに決定する．ま
た，AkNNGは，[5]で提案されている手法により構築する．
以上のアルゴリズムは C++で実装されており，全ての実験

は 3.0GHz Intel Core i9 および 128GB RAM で構成される
PC上で行った．

評価指標．本実験では，以下の 2つの指標を評価した．
• 実行時間：クエリ処理時間の中央値．
• Recall：検索結果の Recallの中央値．

データセット．本実験では，2 つの実データ SIFT（注1）および
GloVe（注2）を用いた．SIFTは画像の特徴量である SIFTの特徴

（注1）：http://corpus-texmex.irisa.fr/

（注2）：https://nlp.stanford.edu/projects/glove/



Algorithm 6: GraphRangeSearch

Input: query q, search range r, start node s and candidate

set size l

Output: points in search range

1 result set R = ∅
2 // Global Range Search

3 candidate set C ← {s}
4 while true do

5 i← the index of the first unchecked node in C

6 if i >= l then

7 break

8 v ← i-th candidate in C

9 for ∀u ∈ p.neighbors do

10 C ← C ∪ {u}
11 if distance(q, u) < r then

12 R← {u}
13 break

14 if |R| > 0 then

15 break

16 sort C in ascending order of the distance to q

17 if |S| > l then

18 C.resize(l)

19 if |R| = ∅ then
20 return ∅

21 // Local Range Search

22 while true do

23 i← the index of the first unchecked node in R

24 if checked all nodes in R then

25 return R

26 v ← i-th result in R

27 for ∀u ∈ v.neighbors do

28 if distance(q, u) < r then

29 R← R ∪ {u}

量記述子を集めたデータセットである．GloVeは Twitterで学
習した自然言語の単語の埋め込み表現である．表 1 にデータ
セットの情報と利用する距離関数を示す．

表 1: データセット
データセット データ数 クエリ数 d 距離関数

SIFT 1,000,000 10,000 128 ユークリッド距離
GloVe 1,183,514 10,000 25 角距離

パラメータ．以下にインデックス構築および範囲検索アルゴリ
ズムのパラメータを示す．

• r：検索範囲
• N：検索対象のデータ数
• k：事前インデックスとして用いる kNNグラフの出次数
• l：NSG構築および検索時の候補集合の最大要素数
• m：NSGの最大出次数
• ns：Navigating Nodeを求める際のサンプル数
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図 3: r の影響（実行時間）
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(b) GloVe

図 4: r の影響（Recall）

表 2にパラメータの設定を示す．太字で示している数字がデ
フォルトのパラメータである．

表 2: パラメータ
データセット パラメータ 値

r 175, 200, 225, 250, 275

N 200,000, 400,000, 600,000,

800,000, 1,000,000

SIFT k 50

l 50

m 50

ns 10,000

r 0.15, 0.17, 0.19, 0.21, 0.23

N 200,000, 400,000, 600,000,

800,000, 1,000,000

GloVe k 40

l 40

m 40

ns 10,000

5. 2 実 験 結 果
5. 2. 1 r の 影 響
r を変化させた時の実験結果を図 3および図 4に示す．グラ

フを用いた提案アルゴリズムは他の手法と比較して高速に近
似範囲検索を実行していることがわかる．すなわち，今回用い
たデータセットのような高次元データにおいて，木構造やハッ
シュによるインデックスに比べて，距離計算を行う点を効率的
に削減している．さらに提案アルゴリズムの Recallは LSHよ
りも安定して高く，高精度な検索が実行できている．提案アル
ゴリズムは，解の数が多ければ多いほど訪問するノードの数が
多くなるため，r が大きくなるほど実行時間が大きくなる．
5. 2. 2 N の 影 響
N を変化させた時の実験結果を図 5および図 6に示す．グラ

フを用いた提案アルゴリズムは，検索対象のデータ量が変化し
ても他の手法と比較して高速に近似範囲検索を実行している．
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(b) GloVe

図 5: N の影響（実行時間）
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図 6: N の影響（Recall）

表 3: メモリ消費量
インデックス SIFT [MB] GloVe [MB]

AkNNG 392 313

M-NSG 392 313
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図 7: Recallの分布

また，データ量が変化しても，Recallは LSHと比較して安定
して高いことがわかる．
5. 2. 3 メトリック空間における Navigating Node および

MRNGの有効性
図 3および図 5より，AkNNGとM-NSGの実行時間は差が
ないことがわかる．
AkNNG と M-NSG のメモリ消費量を表 3 に示す．表 3 よ
り，メモリ消費量も差がないことがわかる．
Recallの分布を図 7に示す．図 7より，M-NSGを用いて検
索を行った時，AkNNGを用いた時に比べて，Recallの低い検
索結果の数が減り，Recall の高い検索結果が増えていること
がわかる．したがって，メトリック空間における Navigating

Nodeおよび MRNGにより，AkNNGでは到達できなかった
点に到達できている．

6. 結 論

近年，画像，音声，および埋め込み表現ベクトルなどの高次
元データを対象に，高速かつ高精度な近似範囲検索が必要とさ
れるアプリケーションが増えている．本稿では，ユークリッド
空間において高速に k最近傍検索を実行するデータ構造である

NSG をメトリック空間に拡張するとともに，グラフを用いて
効率的に近似範囲検索を行うアルゴリズムを提案した．実デー
タを用いた実験の結果から，提案アルゴリズムの有効性を確認
した．
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