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あらまし 近年スマートフォンの普及が急速に進み, 大容量のデータ通信が行われるようになった. それに伴って無線

LANへの接続需要が高まってきているが, 無線環境下でのトラフィックの輻輳やパケットロスが問題となっている. 突

発的に生じる輻輳は一度起こると制御が難しい上, 制御しようとしてさらに輻輳が悪化してしまうことがあるため, 輻

輳が起こる前にそれを予測していくことが望ましい. そこで本研究では, スマートフォン端末上で事前にトラフィック

の輻輳を予測し輻輳を制御, 回避することを最終目標とし, 本稿ではスマートフォン用深層学習実装 TensorFlow Lite

を用いて端末内で学習モデルを用いた予知を行う手法に着目, その実現可能性について考察する.
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1. は じ め に

近年, スマートフォンの高性能化, 多機能化により新たな機種

が続々と登場し, 先進国のみならず世界中でスマートフォンの

出荷台数が急激に増加している. ここ数年は少し落ち着いてき

たものの, 次世代通信方式 5G導入に伴い, 今後出荷台数がさら

に増えるとの予想もされている [1].

従来のフィーチャーフォンでは通話やメールが使用目的の大

半であったが, スマートフォンではWebや動画の閲覧, SNSを

はじめとしたアプリケーションの利用などその用途が多岐に

渡っており, 大容量のデータ通信が行われるようになった.

このような事情から無線 LANへのアクセスが増加している.

最近では飲食店や交通機関でのフリーWi-Fiスポットといった

公衆無線 LAN サービスが増えてきていたり, 家庭向けの無線

LAN機器の普及も進んでいる.

しかし, 無線 LAN は帯域の狭さやノイズの影響など障害が

多く, 有線接続に比べると脆弱であるため無線環境下でのトラ

フィックの輻輳やパケットロスといった問題が生じている. こ

の輻輳は突発的に生じ, 一度起こると制御が難しい上にコント

ロールしようとしてさらに輻輳が悪化してしまうことがあるた

め, 輻輳が起こる前にそれを予測していくことが望ましいと考

えられる.

また, 輻輳の予知に関して, データを端末外に出すセキュリ

ティ上の問題やデータ転送に要する時間等の課題から, 端末内

での処理が好ましいと言える.

そこで本研究では, Android 端末上でトラフィックの輻輳を



事前予測, 制御を行って端末からの送信データ量を調整するこ

とにより輻輳を回避することを最終目標とする. そのためには

スマートフォンのようなリソースの限られた端末で, 十分な精

度の予測をリアルタイムに行うことが必要となる. そこでまず

サーバ機などの性能の高いマシン上でトラフィックの輻輳を深

層学習により予測し, そのモデルを Android 端末に導入して

サーバ機と同等の精度や処理速度で予測できるようにすること

を目指す.

本稿ではまず端末におけるトラフィックをサーバ機上で深層

学習により予測した結果を示し, またその学習モデルをスマー

トフォン端末に組み込める形式に変換できることを確認する.

2. 関 連 研 究

2. 1 カーネルモニタ

先行研究 [2]においてカーネルモニタと呼ばれるツールが開

発された. このツールは, 通信時にカーネルのコードのどの部

分がいつ実行され, その結果カーネル内部のパラメータの値が

どのように変化したかを記録することができるというものであ

る. このカーネルモニタにより正常動作時のカーネルの振る舞

いを知ることができ, さらに通信において生じた問題を特定し

原因を調べることも可能である. このツールを Androidに組み

込むことでリアルタイムに解析を行うことができる.

図 1: カーネルモニタ

2. 2 輻輳制御ミドルウェア

2. 1のカーネルモニタをもとに, 先行研究 [3]では輻輳制御ミ

ドルウェアというツールが開発され, 先行研究 [4]ではその改良

が行われた. このツールは複数台の Android端末が同一の無線

LANアクセスポイントに接続する際に, カーネルモニタによっ

て取得した情報により端末間で輻輳の状態を把握し, 協調して

輻輳を制御するということを目的としている.

図 2: 輻輳制御ミドルウェア

これらの先行研究は, 本研究と同様 Android 端末上で無線

LANトラフィックの輻輳を制御することを目的としたものであ

るが,輻輳を認識してから制御を行う先行研究に対し, 本研究で

は深層学習により輻輳が生じる前に輻輳を予知し, 制御を行う

という点で先行研究とは異なる.

3. Android

Android [5]は Google社が開発したモバイルオペレーティン

グシステムであり, 現在世界トップのシェアを誇っている [6].

Androidの大きな特徴としてはオープンソースであるというこ

とや, Windows や Linux, MacOS といった様々な環境でアプ

リケーションの開発を行うことができるといったことが挙げら

れる. このような特性から本研究ではスマートフォンの OSと

して Androidを対象に研究を行う.

4. ディープラーニング (深層学習)

ディープラーニング (図 3)は, ニューラルネットワークにおい

て隠れ層の数を増やし階層を深くしたディープニューラルネッ

トワークを学習する手法である. コンピュータが自らでデータ

の特徴を捉え, より効率的で高い精度での学習が可能となり, 自

動運転や音声入力など様々な分野での実用化が進んでいる.

図 3: ディープラーニングのモデル

4. 1 RNN(recurrent neural networks)

ディープラーニングの一種である RNN(リカレントニューラ

ルネットワーク, 図 4)は,データ間に繋がりのある時系列デー

タの扱いに特化したモデルであり, 前の時刻の中間層を次の時

刻の入力と合わせて学習に用いることで, 時系列情報を考慮し

た解析を行うことができる. 音声認識, 動画認識や自然言語処

理に長けたアルゴリズムであるが, 長期の依存関係にあるデー

タの処理ができないという問題点もある.

図 4: RNNのモデル



4. 2 LSTM(Long short-term memory)

LSTM(Long short-term memory, 図 5)は RNNを拡張した

もので, ニューロンの一つ一つを LSTMブロックと呼ばれる仕

組みに置き換えることで長期の時間依存性も短期の時間依存性

も学習することができるアルゴリズムとなっている. 本研究で

はこの LSTMを用いて機械学習を行う.

図 5: LSTMのモデル

5. TensorFlow Lite

TensorFlow Lite [7]は Googleの機械学習向けソフトウェア

ライブラリである TensorFlowのモバイル環境向けのライブラ

リである. TensorFlow Liteでは, TensorFlowによりトレーニ

ングされたモデルを TFLite Converter を使って TensorFlow

Lite形式に変換し, デバイスに組み込むことでデバイス上で推

論を行うことができる.

図 6: 学習モデル変換の流れ

5. 1 TFLite Converter

TFLite Converter は TensorFlow の機械学習モデルを入力

として TFLite FlatBuffer Fileを生成するコンバータ (変換器)

である. 図 6の左側にあるように, サーバ側で TensorFlow に

より機械学習を行ったのち, そのトレーニングモデルを TFLite

Converterにより TFLi te FlatBuffer Fileに変換する.

5. 2 TFLite FlatBuffers

TensorFlow Lite のモデル出力形式である TFLite Flat-

Buffers はデータにアクセスする際にパースを要さずメモリ

の占有容量が小さいという特徴があり, モバイル端末や組み込

みデバイスに適している. 図 6の下側にある通り, サーバで生

成された TFLite FlatBuffer Fileをクライアント側で TFLite

Interpreterを用いることでデバイス上で利用することができる.

本研究ではこの TensorFlow Liteのバージョン 2.2.0を用い

て時系列データ学習モデルを Android 端末に組み込むことを

目指す.

6. LSTMによるトラフィック予測

6. 1 実 験 1

本実験では, Android端末 5台のパケット通信時のスループッ

トデータを, サーバ上において LSTMを用いて予測した. 入力

データを t – 10秒から t – 1秒の 10秒間のスループットの値

とし, この入力データから t秒でのスループットの値を予測し

た. また, 計 181秒間の通信のうち, 7割を学習データ, 3割を

テストデータとして epoch数 300で学習を行った.

6. 1. 1 結 果

図 7, 9, 11, 13, 15は 5台の各端末において, 学習データを入

力として与え予測を行った結果であり, 図 8, 10, 12, 14, 16は

テストデータを入力として与え予測を行った結果である. また,

青のグラフが正解データの値で, オレンジのグラフが予測デー

タの値である. どのデータも過去 10 秒間の値のみを参考にし

ているが高い正確度で予測できていることが分かる. 特に学習

データについて正確度が高いのが分かる. テストデータの予測

に関しては, 学習データの予測より正確度が劣っているが, ス

ループットの増減のタイミングは正確に予測することができて

いることが分かる.

このことより, LSTMを用いたスループット予測による輻輳

制御の可能性が示されたと言える.

図 7: 学習データによる予測 (端末 1)

図 8: テストデータによる予測 (端末 1)



図 9: 学習データによる予測 (端末 2)

図 10: テストデータによる予測 (端末 2)

図 11: 学習データによる予測 (端末 3)

図 12: テストデータによる予測 (端末 3)

図 13: 学習データによる予測 (端末 4)

図 14: テストデータによる予測 (端末 4)

図 15: 学習データによる予測 (端末 5)

図 16: テストデータによる予測 (端末 5)



6. 2 実 験 2

6. 1では 5台の各端末それぞれのスループットの値について,

学習データとテストデータに分けて予測実験を行ったが, 本実

験では, ある端末のスループットデータ全てを入力データとし,

この入力データから他の端末のスループットの値を予測した.

また, 入力データとするスループットデータを端末 2台分, 4台

分と増やして (データ数も 2倍, 4倍となる)予測を行った.

6. 2. 1 結 果

6. 1. 1 の結果と同様, 青のグラフが正解データの値でオレン

ジのグラフが予測データの値である. まず端末 1台分のデータ

から予測を行った結果, 図 17のように値を高い精度で当てるこ

とができているような結果も多く見られた一方で, 図 18のよう

に増減のタイミングはある程度予測できているものの予測値が

正解値と比べ全体的に小さいような結果や, 図 19のように全く

予測できていないわけではないが, 値が急増していない箇所で

値の急増を予測したり, 予測データのグラフが正解データのグ

ラフと大きくずれるような結果も幾つか見られ, 1台の端末の

データからでは必ずしもあらゆる端末のスループットデータを

正しく予測できるわけではないということが分かる.

図 17: 端末 3の値から端末 2の値を予測

図 18: 端末 4の値から端末 1の値を予測

図 19: 端末 5の値から端末 3の値を予測

続いて端末 2台分のデータから予測を行った結果, 端末 3の

スループット値のみから端末 2のスループット値を予測した結

果である図 17 に対して, 端末 3 の値に加え端末 5 の値も入力

値に加えた図 20では, 特に後半部分において, より複雑な増減

も予測することができていると分かる. また, 図 18の条件から

端末 2の値を入力データに加えた図 21では, グラフにおける予

測値の下へのずれが補正されていることが見受けられる. さら

に図 19の条件に端末 1の値を入力値に加えた図 22では, まだ

値の急増を誤って予測している箇所はあるものの, 図 19の結果

と比較するとかなり緩和されていることが見て取れる.

図 20: 端末 3, 5の値から端末 2の値を予測

図 21: 端末 2, 4の値から端末 1の値を予測



図 22: 端末 1, 5の値から端末 3の値を予測

最後に端末 4台分のデータから予測を行った結果, 図 20, 21,

22と端末 4台の値を入力値とした図 23, 24, 25をそれぞれ比

較したところ, 格段に精度が上がっているとまでは言えないも

のの, 正解値と予測値のグラフの一致度が僅かに上昇した.

図 23: 端末 1, 3, 4, 5の値から端末 2の値を予測

図 24: 端末 2, 3, 4, 5の値から端末 1の値を予測

図 25: 端末 1, 2, 4, 5の値から端末 3の値を予測

これらの結果から, トラフィックデータ予測モデルを作成す

るにあたって, 複数の端末のデータを学習に用いることにより

予測精度を向上させることができる可能性が示された.

7. 端末内深層学習予測処理

前章にて端末外のサーバでのスループットの予測が可能であ

ることが示された. 本予測を端末内で行うには, 当該モデルの

TFLite 形式への変換, TFLite による端末内予測の実行, 予測

精度の向上などが重要と考えられる.

7. 1 学習モデルの変換

6. 1章で作成したスループットの深層学習モデルを 5.章の流

れに沿って TFLite Converterを用いて TensorFlow Lite対応

形式に変換を行い, 変換が可能であることが確認された. この

TensorFlow Lite形式に変換された学習モデルにより, TFLite

Interpreterを用いてサーバ上で予測を行い, その結果を変換前

のモデルでの予測結果と比較した.

表 1: TFLite変換前と変換後の予測結果の比較 (抜粋)

変換前 変換後

6.149592 6.149592

6.896998 6.896997

5.6945457 5.6945453

5.4197235 5.4197235

0.2046532 0.2046533

-1.041405 -1.0414042

6.3142195 6.3142195

4.8584166 4.8584156

5.817004 5.817004

5.790179 5.7901793

5.865675 5.8656754

4.0009217 4.0009212

5.984577 5.9845777

5.7071695 5.7071686

5.82052 5.820519

4.918373 4.918373

5.5869102 5.5869102

表 1より, TensorFlow Lite形式変換後のモデルにおいても,

予測値は 10−6～10−7程度の誤差にとどまっていることが確認

できた.今後はこのモデルを端末に組み込んで利用することを目

指す.

7. 2 予測精度の向上

端末のスループットデータの予測に関しては, 文献 [8] など

にて, より複雑な条件下でのより高い精度を目指した予測に関

する考察が行われている. これらの既存研究の成果を利用して



いくことによりさらに高い正確度の予測が実現できると考えら

れる.

8. まとめと今後の課題

本研究では, 時系列データの予測モデルを Android端末に導

入し端末内で輻輳を事前に予知して輻輳を制御することを最終

目標とし, 本稿では深層学習により端末のパケット通信時のス

ループットの予測を行った. 過去 10秒間のスループットデータ

のみを参考にしてスループットの値を予測するという非常に簡

易な条件下での予測で, 正確度の高い予測を行うことができる

ことが確認された. また, 複数の端末のデータを学習させるこ

とで予測精度を向上させることができることが確認できた. さ

らに, 実験により作成したスループットデータの予測モデルを

TensorFlow Lite 形式に変換を行い, 当モデルを精度を保った

まま端末内部で処理することが可能であることが確認された.

今後の課題としては, 今回作成した予測モデルを Android端

末内にアプリケーションという形で組み込んで端末上で利用で

きるようにしていきたいと考えている. また, 端末に導入した

際にもサーバ機と同等の精度や処理速度での予測を行うことが

できるのかどうかを検証していきたいと考えている.
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