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結晶の物性値予測における点群深層学習の応用
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あらまし 材料の特性を理解する上でミクロな結晶構造に由来する物理的な性質（物性）を知ることは重要であり，

近年は深層学習を用いて結晶データから物性値を予測する手法が研究されている．代表的な手法として，結晶データ

をグラフで表現しグラフ畳み込みニューラルネットワークで予測する手法が提案されているが，結晶のグラフ表現は

3次元情報を一部失うという問題がある．そこで本稿では結晶格子に含まれる原子を点群として表現し，物性値予測

を行うニューラルネットワークを構築する．提案手法は，代表的な点群深層学習モデルである PointNetを回帰問題に

応用しており，また結晶データの任意のデータサイズに対応している．評価実験では，シミュレーション計算で作成

されたデータセットを用いて物性値の予測を行い，既存手法およびシミュレーションデータ自体に含まれるの誤差と

の比較を行う．
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1 は じ め に

新たな機能や性質を持つ材料を開発することは，材料科学分

野における基礎的な目標である．従来の研究開発プロセスは，

研究者の勘や経験に依る実験設計及び性能評価により進められ

る．しかしながら，このようなプロセスは偶発性に依存するた

め時間的なコストが高い．例えば，リチウムイオンバッテリー

はアイデアが考案された 1970 年代から実際に実用化された

1990 年代までの約 20年間の試行錯誤の上で完成している [1]．

そのため,研究開発の効率化を目的として材料科学と情報科学

の融合分野であるマテリアルズインフォマティクス（MI）が

注目を集めており，これまでに実験やシミュレーション計算の

データを集めたデータベースの整備や機械学習などの情報科学

の技術の活用が進められている．

材料開発において材料の結晶構造や物理化学的な性質 (以下，

物性)，およびそれらの関係性を知ることは重要である．マテ

リアルズインフォマティクス の分野では，機械学習を用いて結

晶構造と物性の関係をモデル化し，材料の物性を予測手法が研

究されている [2]．予測対象となる性質は，マクロな物性では熱

伝導率や超電導臨界温度，ミクロな物性では結晶の形成エネル

ギーやバンドギャップなど多岐にわたる．また，深層学習の急

速な発展に伴ってニューラルネットワークを用いた手法も研究

されている．ニューラルネットワークを用いる手法では特徴量

はモデル内部で学習されるため，機械学習を用いた手法よりも

エンドツーエンドな予測器を構築することができるという利点

がある．

深層学習を用いて物性値を取り扱う代表的な手法と

して，Crystal Graph Convolutional Neural Network(以下，

CGCNN) [3] が挙げられる．CGCNNでは結晶構造を，原子を

節点，原子間距離を枝としたグラフとして表現し，深層ニュー

図 1 結晶構造のグラフ表現と点群表現のイメージ 1

ラルネットワークの一種であるグラフ畳み込みニューラルネッ

トワークを用いて処理を行うことで，物性値予測や結晶構造の

分類を行なっている．しかしながら，CGCNNでは 3次元的な

結晶構造をグラフに変換したデータ表現を用いるため，原子や

分子間の距離情報のみでは表現できない 3次元的な配置の関係

情報を一部を失っていると考えられる．グラフおよび点群によ

るデータ表現のイメージを図 1に示す．3次元的な点群による

結晶データの表現は情報の欠損が起きないため，より高い物性

値予測性能が期待できる．

そこで本稿では点群を取り扱う深層学習モデルの代表的な

手法である PointNetを回帰問題に応用し，結晶構造を 3次元

データとして直接取り扱う物性値予測手法を提案する．本手法

で用いる結晶の点群表現では，結晶の最小繰り返し単位である

単位格子内の各原子集合を点群とみなし，各点には原子の情報

を与える．また，結晶データの点群表現を取り扱う深層学習モ

デルには，データの性質上の問題から次の 3つの制約が生じる：

（1）各点の座標の任意の回転に関してモデルの出力が不変であ

ること，（2）モデルへの点の入力順序に関してモデルの出力が

不変であること，および（3）取り扱う点群データのサイズが可

変であることである．（1）と（2）は一般の点群データを扱う場

合と同様の制約であり，本稿では点群を取り扱う深層学習モデ

2：本画像の一部は VESTA [4] を用いて作成された



ルである PointNetを用いることによりこれらを満たす．（3）は

一般の点群データとは異なる制約である．一般の点群データは

3次元モデルの表面から任意の数の点をサンプリングすること

で作成されるため基本的に固定長である．一方で各結晶の単位

格子に含まれる原子数は多様であるためデータサイズが変化す

る．提案手法では PointNet内のMaxPooling層を利用し，自

然な拡張を行うことで（3）の可変なデータサイズに対応する．

評価実験では，Materials Projectデータベース [5]からデー

タセット作成し，既存手法である CGCNNと物性値予測性能の

比較評価を行う．その結果提案手法は既存手法である CGCNN

にはおよばないが，いくつかの物性値についてはシミュレー

ションデータ自体に含まれる誤差以下の精度で予測可能である

ことを示す．

本稿の構成は以下の通りである．2章で関連研究，3章で事

前知識，4章で提案手法，5章で評価実験について述べ，6章で

結論を述べる．

2 関 連 研 究

本章では創薬および化学における深層学習を用いた物性値予

測手法，材料科学における深層学習を用いた結晶の物性値予測

手法，および点群を取り扱う深層学習技術について説明する．

2. 1 創薬および化学における深層学習を用いた物性値予測

創薬や化学の分野において分子の性質や機能を予測するこ

とは重要であり，機械学習技術及び深層学習技術が盛んに研究

されている．分子の表現には原子を節点，原子間の結合を枝

とした分子グラフや，それを SMILES 記法を用いて変換した

文字列表現が用いられることが多い [6]．Goh [7]らは，分子を

SMILES記法によって文字列化された分子を，再帰型ニューラ

ルネットワークに入力し，物性値予測を行っている．また，文

献 [8] [9]では，分子グラフを処理するグラフニューラルネット

ワークを提案し，物性値の予測を行っている．また，分子にお

いて文字列やグラフによる表現は 3次元情報を一部損失してお

り，立体配座による異性体を区別できないという問題がある．

そこで 3次元情報に着目した研究も行われている．Schütt [10]

らは分子に含まれる原子の位置を考慮して相互作用をモデリン

グした深層学習モデルを提案している．また，Samantaら [11]

は分子グラフを取り扱う深層生成モデルの入力データに原子の

座標を情報に用いている．これらの創薬や化学で用いられる手

法では結晶のような原子数の大きな分子ではなく比較的原子数

の少ない分子が取り扱われる．

2. 2 材料科学における深層学習を用いた結晶の物性値予測

材料科学の分野において結晶を取り扱うことは多く，結晶

構造と物性値の関係を知ることは重要である．そのため，機

械学習や深層学習を用いて結晶構造から物性予測を行う研究

が盛んに行われている．Ryanら [12]は結晶構造や物性値から

作成した特徴量 を入力としたニューラルネットワークによっ

て，トポロジーに基づく潜在表現が抽出可能であることを確認

した．さらに，分子をグラフで扱う深層学習モデルと同様に，

CGCNN [3] は結晶データに対してグラフ畳み込みニューラル

ネットワークを用いて，物性値予測及び結晶構造の分類を行っ

ており，シミュレーションの予測誤差以内の精度でいくつかの

物性値が予測可能であることを示している．また，Chenら [13]

は分子と結晶を扱うことが可能なグラフニューラルネットワー

クを用いたMEGNETを提案している．

一方，結晶を 3次元データとして扱う手法も提案されている．

Hoffmanら [14]はボクセルによって表現された結晶構造を，3

次元畳み込みニューラルネットワークと変分オートエンコーダ

を用いて処理する生成モデルを提案している．しかしながら

ボクセルによる表現は非常にスパースであり，計算コストが高

いという問題がある．本稿で用いる点群を用いた手法では，ス

パースな表現にならないため，ボクセルと比較して計算コスト

が低い．また，特徴量設計やグラフ表現，ボクセル表現に変換

する必要がないことから，提案手法はよりエンドツーエンドな

モデルであるといえる．

2. 3 点群を取り扱う深層学習技術

点群を扱う深層学習の研究では，3次元モデルの表面からサン

プルされた点群の分類や，セマンティックセグメンテーションな

どのタスクが盛んに研究されている．PointNet [15]は代表的な

モデルであり，点群のデータ構造の特徴である回転，順序に対

する不変性，及び点の間の相互作用を考慮している．さらに点

群に含まれる各点の周辺情報により着目した，PointNetの改良

手法が盛んに研究された．PointNet++ [16]や PointCNN [17]

はその例である．Yifanら [18]はグラフ畳み込みニューラルネッ

トワークを用いて点群を処理する手法を提案している．また，

Zaheer ら [18] は，点群に限定せず一般の集合を扱うことが可

能なモデルを提案している．

3 事前知識と問題定義

本稿では結晶データから物性値を予測する回帰問題に取り組

む．本章では，問題定義，および比較手法の説明を行う．

3. 1 問 題 定 義

まず本論文で用いる用語の定義を行う．

定義 1 (結晶/結晶構造) 原子や分子が空間的に規則正しく周

期的に配置された物質を結晶と呼ぶ，また，その配置構造を結

晶構造という．物質の多くは固体状態で結晶構造を示すため，

材料開発において結晶構造は重要な指標となる．結晶構造は一

般的に平行移動の繰り返し単位（単位格子）で記述され，単位

格子に含まれる原子数は結晶ごとに異なる．本稿で用いるデー

タは単純単位格子（primitive cell）で記述されている．

定義 2 (物性値) 物質の持つ物理的な性質を物性と呼ぶ．物

性には大きく分けて力学的性質，熱的性質，電気・磁気的性質，

光学的性質がある．

定義 3 (点群) コンピュータ上で扱われる点の集合，すなわち

座標の集合を点群 (point cloud) と呼ぶ．これは物体の表面を



図 2 本実験で用いる Pointnet のアーキテクチャ

計測することなどで得られるデータ形式である．一般の点群は

それに含まれる点の配置関係が重要な情報であり，これはデー

タ生成時のサンプリング対象の物体の形状によって規定されて

いる．一方，本研究で用いる点群は結晶データは結晶の最小繰

り返し単位（単位格子）に含まれる原子の集合である．この点

群について，一般の点群とは異なる点は次の 2 点である．(1)

各点，すなわち各原子の間には物理的な相互作用が働き，それ

らの配置関係は結晶全体のエネルギーの局所的な最小点である

ことである，すなわち，配置関係の背後にある各点の間の関係

性が一般の点群と本質的に異なる．(2)各点の情報は原子の座

標情報に加えて原子の情報を用いることである．これは結晶構

造を十分に表現するためには原子の座標だけではなく，原子の

種類などの情報が必要となるためである．

問題定義 (結晶の物性値予測タスク) 結晶データXが与えら

れたとき，それに由来する物性値 y を予測するタスクを結晶の

物性値予測タスクと定義する．予測した物性値を物性値 y′ と

すると予測器は単純に

y′ = f(X) (1)

と表現できる．この予測値 y′ と真値 y の差を表す誤差関数

Error(y, y′)を可能な限り小さくなるような予測器を構築する

ことが本タスクの目的である．

3. 2 Crystal Graph Convolutional Neural Network

比較手法となる CGCNNの説明を行う．CGCNNでは結晶

内の原子を節点とし，距離が近い原子間に枝を張ることでグラ

フを構築しモデルに入力する．また，中心となる節点情報を vi，

vi の周辺にあるの原子の節点情報を vj，枝情報を u(i,j)k とす

るとグラフ畳み込み処理は以下の式で表される．
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(t)
j ⊕u(i,j)k，σ(·)はシグモイド関

数，g()は Softplusなどの活性化関数，W，bはそれぞれ学習

する重みとバイアス項である．畳み込み処理を行った後は，全

てのノードの特徴ベクトルの総和をとったのちに，全結合層に

よって物性値もしくは分類ラベルを出力する．

4 提 案 手 法

本章では，まず結晶データの性質とモデルの設計について説

明する．次に，PointNetを用いた提案モデルのアーキテクチャ

について説明する．

4. 1 データの性質とモデルの設計

深層学習モデルを考える際，データ構造の性質によってモデ

ルのアーキテクチャ制約が加わる．結晶内の原子の座標データ

集合は 3つのデータ構造上の性質を持つ．

• 回転不変性：結晶構造は原子の座標への任意の回転に対

して不変であるため，入力される座標データの任意の回転した

場合，モデルから同じ値が出力される必要がある．

• 順序普遍性：点の入力順序に対して出力される値が不変

である．画像データの場合にはグリッドに固定されたデータ構

造を持つため，順序が一意に決定される．一方グリッドに固定

されていないデータ構造のグラフや点群に対しては入力の順序

が任意に決定できるため，モデルの出力がデータのどの入力順

序に対しても不変になる必要がある．

• 大きさの可変性：結晶格子に含まれる原子の数は結晶ご

とに異なる．そのため，どのような数の原子が含まれる結晶に

対しても処理が可能なモデルが必要になる．

回転不変性及び順序普遍性は点群深層学習で取り扱われる点

群データと同様の性質であり，既存の点群深層学習モデルを用

いて扱うことができる．そのため本稿では代表的な点群深層学

習モデルである PointNetを用いることで回転不変性及び順序

普遍性の問題を解決する．一方，データの大きさ可変性は結晶

特有の課題であり，これに対処する実装方法は 2通り考えられ

る．1つ目はダミーデータを用いて結晶内の原子数をデータセッ

ト内最大値に合わせて固定長に揃える方法である．ダミーデー

タには同一の結晶内に含まれる原子を用いることで，Global



MaxPooling 時にダミーデータの情報を消すことができる．2

つ目は PointNet内のGlobal MaxPooling処理をサイズが異な

る場合にも処理を行えるよう拡張する方法である．本手法では

実装が容易であり拡張性が高いため前者の方法を用いてデータ

の大きさの可変性の問題に対応する．

4. 2 提案モデル

提案モデルでは点群データを扱う深層学習モデルである

PointNet のアーキテクチャを座標データの大きさの可変性に

対応させることで，結晶に含まれる原子の座標データの処理を

可能にする．提案モデルの概要を図 2 に示す．提案モデルは

点群で表された結晶データを入力として，重みが共有された

MLP層，Global Max Pooling層，および T-Netの 3部分か

らなる．ここで，点群の各点には各原子の座標に加えて原子の

情報を結合した特徴量を与える．まず，入力される全ての点群

に対して重みを共有した MLP 処理を行う．MLP 層の重みを

共有することで座標データの順序不変性に対応する．MLP層

により変換された各点の特徴量に対して点群内の各成分の最大

値をとるGlobal Max Pooling処理を行う．なお，Global Max

Pooling層では座標データの大きさ可変性に対応した処理を行

う．Pooling処理の結果から得られる結晶データの特徴量に対

してMLP処理を適用し，最後に出力次元数を 1とすることで

物性値の推定値とする．また，T-Netでは座標データの回転不

変性に対応するために座標変換行列の学習を行う．以下では，

各層の詳細ついて説明する．

重みが共有されたMLP層：点群を取り扱うためには入力され

る点群の順序によらない処理を行う必要がある．PointNet で

は入力される全ての点に対して重みを共有した多層パーセプト

ロン (MLP)による処理を行うことで，入力順序に依存しない

処理を行っている．Rを原子の特徴量の次元を持つ空間，xを

一つの原子，nを結晶が含む原子の個数とする．

f(x1, x2, ..., xn) ≈ g(h(x1), h(x2), ..., h(xn)) (3)

PointNetでは点群の入力を扱う一般のの関数 f : 2R
C

→ Rを，
全ての点で共有された全結合層 h : RC → RK と，点の順序によ

らない処理で情報圧縮を行う関数 g : RK × RK×, ...,×RK︸ ︷︷ ︸
n

→ R

によって近似を行う．PointNetでは関数 gにGlobal Max Pool-

ingが用いられる．

Global Max Pooling層：Global Max Pooling層では，重

みが共有されたMLP層により変換された各点の特徴量を，特

徴量の各成分に対して点群内での最大値をとることで情報を集

約する．これにより点群の情報を点の順序に関係なく集約する

ことができる．さらに，最大値をを求める計算は任意のデータ

の大きさに対して行えるため，提案手法では結晶の任意のデー

タのサイズに対して処理が行えるよう Global Max Pooling層

を自然に拡張している．

T-Net：T-Netでは点群の入力から PointNetの重みが共有さ

れたMLP層と Global Max Pooling層により座標変換行列を

学習の行う．T-Netから出力される変換行列は元の点群と積算

される．この処理は特徴量空間にも適用が可能であり，入力す

る点群の座標とモデルの途中で得られる潜在表現に対して一度

ずつこの処理を行う．

5 評 価 実 験

PointNetの性能評価を行うために，結晶データに対して物性

値の予測を行う．以下では，用いたデータセット，原子（点群

の各点）の特徴量，評価方法および実験結果について説明する．

5. 1 データセット

結晶構造と物性値のデータは，Materials Project [5]のデー

タベースから取得した．このデータはシミュレーション計算に

より求められたものである．データセットには結晶構造データ

と物性値が含まれる．予測対象となる形成エネルギーなどの物

性値，および結晶構造データは第一原理計算により計算されて

おり，それ自体に誤差が存在する [19]．

本実験においては，Materials Project のデータベースには

不安定な結晶も多数含まれているため，より安定な物質へと変

化した際に放出するエネルギーが 0eVの安定な結晶を収集した

データセットを用いる．また，本実験で予測する物性値は形成

エネルギー (formation energy)，バンドギャップ、ポアソン比

の 3つである．物性値によってMaterials Projectに存在する

データ数がことなるためデータは各物性値ごとに収集し，その

内テストデータを 20％として，全てのデータが一度ずつテス

トデータとなるよう入れ替えながら 5回実験を行う．各実験で

はテストデータ以外の 80 ％のうち 60 ％を訓練データ，20 ％

を検証データとしてランダムに選択する．

5. 2 原子の特徴量

結晶内の原子は座標に加えてそれ自体の特徴量が重要である．

そのため，提案手法で用いる点の特徴量には，連続値の原子の

3次元的な座標に加え，CGCNNで用いられている one-hot表

現の特徴量を結合した特徴量を用いる (表 1)．

表 1 原子の特徴量

特徴・性質 単位 範囲 カテゴリ数

座標 (x,y,z) Å - -

族 - 1-18 18

周期 - 1-9 9

電気陰性度 - 0.5-4.0 10

共有結合半径 pm 25-250 10

価電子 - 1-12 12

電離エネルギー eV 1.3-3.3 10

電子親和力 eV -3-3.7 10

ブロック - s,p,d,f 4

原子体積 cm3/mol 1.5-4.3 10

5. 3 評 価

評価には平均絶対誤差（MAE）を用い，PointNetと既存手

法である CGCNN の物性値予測精度との比較を行う．最終的

な評価指標はテストデータを入れ替えて行った 5回の実験の平

均絶対誤差の平均をとることで算出する．



表 2 物性値予測の実験結果）

物性値 単位 訓練データ数 提案手法 CGCNN シミュレーション計算誤差（参考値）

Formation Energy eV/atom 20603-20604 0.064 0.046 0.081–0.136 [19]

Band gap eV 20603-20604 0.306 0.240 0.6 [20]

Poisson ratio - 4087-4089 0.046 0.043 -

5. 4 実 験 結 果

評価実験の結果を表 2に示す．表 2内の CGCNNの結果は

提案手法と同じ訓練データ，検証データ，テストデータを用い

た場合の実験結果であり文献 [3]の結果ではないことに注意さ

れたい．また，シミュレーションの計算誤差は収集したデータ

セットに基づくものではないため，参考値としている．

実験結果は，予測した全ての物性値において CGCNNに及ば

ない結果となった．例えば，形成エネルギーの予測における平

均絶対誤差は，提案手法では 0.064であるのに対し，CGCNN

は 0.046となっており既存手法である CGCNNの方が高い予測

性能を示している．この結果の考察については 5. 5にて議論す

る．次に，データそのものに含まれ得るシミュレーション計算

誤差と比較すると，形成エネルギーとバンドギャップについて

はシミュレーション計算誤差以下の精度で予測可能であること

がわかる．ここで，シミュレーション計算誤差は実験値に対す

る誤差であり，提案手法の誤差はシミュレーション計算データ

に対する誤差であることから，単純比較はできないためシミュ

レーション誤差はあくまで参考値であることに注意されたい．

5. 5 考 察

本節では，5. 4節の評価実験結果から提案手法の問題点につ

いて考察する．

PointNetと CGCNNのアーキテクチャの大きく異なる点は

局所的なコンテクストを取り込む構造を持つかどうかである．

文献 [16]において，PointNetの問題点として異なるスケールで

の局所的なコンテクストをうまくつかめないことが指摘されて

いる．これはPointNetではMaxPooling層によって一度に点群

全体のの情報を集約することに起因している．一方，CGCNN

では各節点に対して相互作用の強さを考慮した畳み込み処理

を複数回行った後に全体の情報を集約するため，各節点間で情

報が伝搬し，局所的なコンテクストを取り込むことができてい

ると考えられる．したがって，評価実験における CGCNN と

PointNet の予測精度の差は局所的なコンテクストを学習に取

り込めているかどうかであると考えられる．言い換えると，物

性予測では局所的なコンテストがなくともいくつかの物性値に

おいてシミュレーション計算誤差程度の予測が可能であるが，

結晶からリッチな特徴量を抽出し高精度に物性値を予測するた

めには局所的なコンテクスト，すなわち結晶格子の一部に着目

した局所的な情報や各原子の周辺情報を陽に取り込むニューラ

ルネットワークのアーキテクチャが必要であるといえる．

6 結 論

本稿では，点群を取り扱う深層学習モデルである PointNet

を応用し結晶の物性値予測を行った．評価実験においては，既

存手法の CGCNN の性能には及ばないが，いくつかの物性値

においてはシミュレーションの計算誤差以下の精度で予測可能

であることを示した．

本研究で提案した深層学習モデルには改良の余地がある．ま

ず，5. 5 節で議論したように PointNet では結晶格子の一部に

着目した局所的な情報や各原子の周辺情報をうまく学習に取

り込めていないと考えられる．このような局所的なコンテク

ストを取り込むために，PointNet++ [16]で用いられているよ

うな階層的に異なるスケールで情報集約を行うアーキテクチャ

を用いる，もしくはグラフ畳み込みニューラルネットワークと

PointNet を併用することで物性値予測性能が向上する可能性

がある．また，別のアプローチとして，結晶 1つに対し予測対

象の物性値は複数存在しているため複数の性質を予測するマル

チタスク学習に変えることで 1つの物性値に寄らない汎用的な

特徴量を抽出することができ，予測精度が向上する可能性があ

る．これらは今後の課題としたい．

また，本研究で用いた手法は結晶以外の一般の分子に対して

も容易に応用が可能である．分子のデータ表現はグラフや文字

列が主に用いられるが，提案手法のように 3次元のデータ表現

とそれを直接取り扱う深層学習モデルを用いることで，立体配

座による異性体などの 3次元情報が重要な分子を区別できるメ

リットがある．また，今後の方針として点群を取り扱う深層生

成モデルを用いて所望の性質を持つ結晶を生成する問題に取り

組むことは面白い試みであると思われる．既に創薬の分野では，

分子のグラフ表現や文字列表現を直接生成することを目的とし

た深層生成モデルの応用研究が進められており，深層生成モデ

ルは材料科学においても今後の有望な技術のひとつである
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