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あらまし 英文空所補充問題は，空所を含む英文に対して，空所にあてはまる語句を回答する問題であり，機械学習

のモデルの文脈理解度の評価に用いられる．近年，英文空所補充問題のための大規模データセットが公開されたこと

で，様々なモデルが提案されている．一方，Bidirectional Encoder Representations from Transformers (BERT)は様々な

自然言語処理タスクにおいて State-of-the-art (SOTA)を達成している汎用言語表現モデルである．本稿では，選択肢付

き英文空所補充問題に対して，BERTのMasked Language Model (MLM)タスクを利用した解法と，それを中国の高校

入試および大学入試問題から構成される CLOTHデータセットで fine-tuningして用いる解法を提案する．MLMタス

クを利用した手法は，国内の大学入試センター試験問題に対する正答率が 92.3%であり,比較した kenLMの正答率で

ある 40.7%を大きく上回った．また，BERTを CLOTHデータセットで fine-tuningしたモデルはテスト用 CLOTHデー

タセットの高校入試問題に対する正答率が 88.8%であり，KenLMの正答率 58.8%を大きく上回った．
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1 は じ め に

空所補充問題は一部が空所となっている文章に対して，空所

に当てはまる語句や文を予測するタスクであり，機械学習のモ

デルの評価に用いられる代表的なタスクの一つである．特に近

年では，英文空所補充問題のための大規模データセットが公開

されたことで，深層学習等を利用した様々なモデルが提案され

ている．

英文空所補充問題のための代表的な大規模データセットには，

CNN/Daily Mailデータセット [1]，Story Cloze Testデータセッ

ト [2]，CLOTHデータセット [3]などが挙げられ，それぞれ問

題の形式が異なる．CNN/Daily Mailデータセットはニュース記

事と，その要約であるクエリのペアからなる．すなわち，クエリ

の一部が空所となっており，当てはまる語句を予測する．Story

Cloze Testデータセットは 4文から構成される文章と，その後

に続く後続文の選択肢が２つ与えられ，正しい後続文を予測す

る問題である．Story Cloze Test データセットは LSDSem 2017

Shared Task [4]における英文空所補充問題のデータセットとし

ても採用された．CLOTHデータセットは複数の空所を含むフ

レーズがあり，空所ごとにそれぞれ 4 つの選択肢が与えられ，

空所に当てはまる語句を予測する問題である．CLOTHデータ

セットは中国の高校入試や大学入試における英語科目の長文問

題をもとに作成されている．

本稿で取り扱う英文空所補充問題は，CLOTHデータセット

のような文章中の空所に対して当てはまる語句を選択肢から予

測する形式の問題である．よって空所を含む英文に対して，空

所に当てはまる語句を選択肢から予測する．CLOTHデータセッ

トの英文空所補充問題の例を表 1 に示す．表 1 の “ ” は空

所を表し，正答の選択肢は太字で表している．表 1に示すよう

に CLOTHデータセットでは英文法や語彙，内容理解を問う問

題が含まれている．

一方，Bidirectional Encorder Representations from Transform-

ers (BERT) [5] は近年，広い範囲の自然言語処理タスクにおい

て State-of-the-art (SOTA)を達成した言語表現モデルであり，大

規模なテキストコーパスを用いて Transformerという自己注意

機構を備えたニューラルネットワークの事前学習を行い，その

後，個々のタスクに応じて fine-tuningを行う．BERTの事前学

習では Masked Language Model (MLM)タスクと Next Sentence

Prediction (NSP)タスクを用いて言語表現を獲得している．

本稿の構成は次の通りである．2節で，関連研究について述

べ，3節では，BERTの構造と BERTを利用した英文空所補充

問題の解法について説明する．4節では，評価実験の内容と結

果を示し，5節で，その結果について考察する．6節で，本研

究のまとめと今後の課題について述べる．

2 関 連 研 究

2. 1 統計的言語モデルによる英文空所補充

2011年から始まったプロジェクト “ロボットは東大に入れる

か”1は，大学入試センター試験 2および東京大学入試において

高得点をとることを目的としている．このプロジェクトの英語

科目では，問題を一文問題，複数文問題（問題や選択肢が複数

文からなるもの），長文問題の 3つに大きく分類している．一

文問題はさらに文法・語法・語彙問題，語句整序完成問題，発

話文生成問題の 3つに分類され，この文法・語法・語彙問題が

我々の取り組む英文空所補充問題と一致する．

東中ら [6] は統計的言語モデルである KenLM [7] を用いて，

1：https://21robot.org/

2：https://www.dnc.ac.jp/



表 1 CLOTH データセットの英文空所補充問題の例

空所つき英文 選択肢

She saw the rich girl up the stairs and then turn back quickly. runs running ran run

That girl grew into a woman with a husband. poor rich homeless good

Your clock is too old and too big. Why don’t you buy a like every-

one else?

watch house computer picture

Lisa is an English girl. She is . old young long different

文法・語法・語彙を問う英文空所補充問題に取り組んだ．空所

に選択肢を補充した英文に対して，KenLMで対数尤度を算出

することで単語の並びとして尤もらしい選択肢を予測している．

東中らは約 178GB の Common Crawl コーパス 3を学習データ

として 7-gram言語モデルを構築した．また，大学入試センター

試験の本試験および追試験の過去問，代ゼミセンター模試，ベ

ネッセ模試，独自に収集したその他の問題を合わせた合計 552

問の 4 選択肢からなる英文空所補充問題をテストデータとし

た．東中らの手法では，テストデータにおける正答率は 82.2%

であった．さらに，文長による対数尤度の正規化や，数詞を桁

数のみ分かるように変換するなどの正規化を利用すると正答率

は 85.7%まで向上した．

2. 2 MPnetを拡張した言語モデルによる英文空所補充

玉城らは，Multi-Perspective Context Aggregation Network

(MPNet) [8] を拡張したモデルによる英文空所補充問題の解

法を提案した [9]．彼らはMPNetの中間層である多視点集約部

において２つのモジュールを提案している．一つは，空所に各

選択肢を補充した英文を用いて Attentionを算出し，それを用い

て空所から離れた語句の情報を選択肢の予測に反映させる空所

補充文 Attentive Reader モジュールである．このモジュールは

Chen らの提案した Attentive Reader [10] に基づくものである．

もう一つは，文中に未知語が含まれる際にその算出方法を変更

し，未知語以外の残りの語を用いて対数尤度を算出する KenLM

Scoreモジュールである．このモジュールは n-gram(nは１から

５)に含まれる他の単語の情報を空所の予測に反映させるため

に，統計的言語モデルである KenLMを利用している．4択の

英文空所補充問題であるテスト用 CLOTHデータセットでの高

校入試問題に対する正答率は，WangらのMPNetでは正答率が

47.2%であったのに対して玉城らのモデルは 55.2%であった．

3 BERTによる英文空所補充問題の解法

3. 1 BERT

図 1 に BERT の概略図を示す．Ei が入力系列を表し，Ti が

出力系列を表している．また，Trmは Transformer [11]を表し

ている．Transformerは Attention機構を用いたニューラル機械

翻訳モデルである．特に BERTでは self-attentionを利用して関

連する単語の重みを計算している．これまで OpenAI GPT [12]

のような一般的な言語表現モデルでは left-to-right モデルが用

いられ，左から右の一方向からのみ tokenを読み込み学習を行

3：https://registry.opendata.aws/commoncrawl/

うが，BERTでは図 1のように入力系列を双方向から読み込む

事によって注目する単語の周囲全体に基づいて文脈を学習する

ことができる．

これまでには ELMo [13]に見られるように，left-to-raightと

right-to-left を独立して LSTM で学習して得られる特徴量を足

し合わせる事で双方向の読み込みを実現していたが，BERTで

は同一のモデル内で双方向から注目する単語の周囲の文脈を学

習することを実現し，前後の関係性を考慮する．

BERTにおいて入力シーケンスをそのまま双方向から読み込

むと，学習時に予測すべき単語を先読みしてしまうために，事

前学習の際に Masked Language Model (MLM)と Next Sentence

Prediction (NSP) を用いて学習を行う事により予測する単語を

先読みする事を防いでいる．

3. 1. 1 入力データの前処理

BERT へ入力される英文はサブワードに分割される．サブ

ワードに分割された語の中で語幹でないものには “##”が付与

される．例えば “playing”は “play”と “##ing”に分割される．

3. 1. 2 Masked Language Model (MLM)

MLM の概略を図 2 に表す．MLM では入力シーケンスにあ

る単語の 15%を [MASK]トークンに置き換える．そして，シー

ケンスにある単語のうちマスクされなかったものによって与え

られる文脈に基づいて，[MASK]トークンに置き換えられた単

語を予測するタスクである．例えば以下の文の場合，文中から

ランダムに選んだ単語“ jump”をマスクした文を作成する．そ

の文に対して [MASK]トークンを正しく推測する．

（ 1） They can jump so high and so far.

（ 2） They can [MASK] so high and so far.

図 3に BERTがMLMを実行した際の模式図を示す．Wiは各

サブワードを表しており，BERTへの入力となる．Transformer

からの出力が Oi である．Transformerからの出力に分類レイヤ

を追加する．分類レイヤは全結合層，活性化関数 GELUとノル

ムにより構成される．次に，出力されたベクトルと埋め込み行

列をかけて，出力を単語次元に変換する．その後，softmax関

数を使って正規化を行い，出力されたそれぞれの単語の確率W ′
i

を計算する．

3. 1. 3 Next Sentence Prediction (NSP)

NSP の概略を図 4 に表す．NSP は入力として文のペアを受

け取り，ペアにおいて２つ目の文章が元の文において後続の文

になっているかを予測するタスクである．NSPの学習において

BERTがペアとなっている 2つの文を区別するために，ペアの

文を入力として渡す前に図 4のように埋め込み表現に置き換え



図 1 BERT の概略図

図 2 MLM の概略図

図 3 MLM 実行時の模式図

られる．すなわち図 4中の Token Embeddingsはトークンの ID

を表し，Segment Embeddingsは文のペアの区切れを表す．また

Position Embeddings はシーケンス内の単語の位置を表してい

る．それらを加算したベクトルのシーケンスが Transformerへ

の入力になる．[CLS]は文の先頭を表すトークンであり [SEP]

は文章の区切れを表す．事前学習において入力となる文のペア

の 50%は，以下の (1)のようにオリジナルの文章中において自

然に続く文であるが，残りの 50%のペアは後続文が以下の (2)

のようにコーパスからランダムに選択された文である．

（ 1） [CLS] the man went to [MASK] store [SEP]

he bought a gallon [MASK] milk [SEP]

（ 2） [CLS] the man [MASK] to the store [SEP]

penguin [MASK] are casual birds[SEP]

3. 2 MLMタスクを利用した手法

本稿では英文空所補充問題に BERTの事前学習済みのモデル



図 4 NSP の概略図

を使用して MLM を行い，英文空所補充問題の回答を試みる．

BERTの事前学習済みモデルは，英語版Wikipediaと BooksCor-

pus [14]を学習データとして事前学習を行ったものである．ま

ず英文の空所を [MASK]トークンに置き換える．次に，各選択

肢の単語を [MASK] トークンと置き換え BERT の事前学習済

みのモデルを用いて，各選択肢ごとに出現確率を計算して正規

化した後，最も確率が高い選択肢を英文空所補充問題への回答

とする．

3. 3 CLOTHデータセットによる fine-tuning

本稿では 3.2節で説明した BERTを CLOTHデータセットで

fine-tuningして用いる方法を提案する．このモデルを用いて各

選択肢ごとに出現確率を計算して正規化した後，最も確率が高

い選択肢を英文空所補充問題の回答とする．fine-tuningで使用

する CLOTHデータセットは，実験で用いるテストデータとは

異なるデータセットである．BERTでは，それぞれのタスクに

応じた教師ありデータを用いて fine-tuningをする事により特定

のタスクに特化したモデルを構成できるため，事前学習済みの

モデルをそのまま適用するよりも正答率の向上が期待できる．

4 評 価 実 験

4. 1 実験データ

ここでは実験に用いるデータについて説明する

4. 1. 1 学習データおよび検証データ

BERTの学習データおよび検証データには CLOTHデータセッ

トを用いる．CLOTHデータセットは中国の高校入試および大

学入試の長文問題から作られた英文空所補充問題であり，学習

データは 5,513の長文からの 76,850問，検証データは 805の長

文からの 11,067 問からなる．検証データは学習データを用い

て fine-tuningを行った後に，モデルの評価を行うためのデータ

である．なお CLOTHデータセットでは空所に入る語句の選択

肢が 4つ与えられる．

4. 1. 2 テストデータ

テストデータには CLOTHデータセット，大学入試センター試

験の英文空所補充問題，Microsoft Research Sentence Completion

Challengeデータセット [15]の 3つを用いる．本稿ではMicrosoft

Research Sentence Completion Challenge データセットを “MSR

データセット”と呼ぶ．

CLOTHデータセットのテストデータは，中国の高校入試問

題である 335の長文からの 3,198問，中国の大学入試問題であ

る 478の長文からの 8,318問からなる．学習データおよび検証

データで用いるデータはこれには含まれない．ここから無作為

に選出した 3,000問に対する Amazon Mechanical Turkers 4によ

る人手の正答率は，高校入試問題では 89.7%，大学入試問題で

は 84.5%であった [3]．

日本の大学入試センター試験では大問 2Aが英文空所補充問

題であり，2000年度から 2016年度に行われた本試験および追

試験のうち，空所が 1箇所のみである 324問を評価の際のテス

トデータとして使用する．大学入試センター試験では空所に入

る語句の選択肢が 4つ与えられる．324問のうち選択肢のいず

れも 1単語であるものは 161問ある．

MSRデータセットは 1,040問の英文空所補充問題であり，英

文はアーサー・コナン・ドイルの小説シャーロック・ホームズシ

リーズ 5冊から抽出したものである．英文中の 1箇所が空所と

なっており，選択肢が 5つ与えられている．ここから無作為に

選出された 100問に対する人手の正答率は 91%であった [15]．

また，MSRデータセットは選択肢が 5つあるが，CLOTHデー

タセットが 4択の英文空所補充問題であることから難易度を揃

えるために選択肢を 4つにする必要がある．そこで正答でない

選択肢を無作為に 1つ除いたものを実験では用いる．

4. 2 実験データの前処理

CLOTHデータセットにおいては 1文中に空所が複数含まれ

る英文も存在するが，BERTへの入力にそのような英文が含ま

れる場合には，空所が一つとなるように残りの空所を正答の

語句で補充した複数の文章へと分割する．例えば，“He gets up

very early. After having his , he goes to .” のような空所

を含む英文があるとする．正答の選択肢はそれぞれ “breakfast”

と “school” である．この場合では “He gets up very early. After

having his , he goes to breakfast .”のように一方の空所を正

答の語句で補充し，BERTへの入力とする．

4. 3 BERTの事前学習済みモデル

BERTの事前学習済みモデルには，中間層の transformerが 12

4：https://www.mturk.com/



表 2 4 択のテストデータ対する各モデルの正答率 (%)

モデル

テストデータ

CLOTH-M

(3,198 問)

CLOTH-H

(8,318 問)

センター試験

(324 問)

MSR

(1,040 問)

BERT MLM (base) 75.3 69.4 91.0 77.6

BERT MLM (large) 77.0 73.1 92.3 80.7

BERT fine-tuning (base) 85.3 80.9 75.0 76.6

BERT fine-tuning (large) 88.8 85.0 75.6 85.0

kenLM (7-gram) 58.8 47.6 40.7 31.4

玉城らの手法 55.2 45.1 40.4 28.9

層重なっている BERTの baseモデルと 24層重なっている BERT

の largeモデルの 2種類がある．その中にそれぞれUncasedモデ

ルと Casedモデルが存在し，Uncasedはテキストを小文字化し

てからWordPiece [16]によるトークン化を行う．例えば “John

Smith”は “john smith”に変換される．またアクセント符号の削

除なども行う．Casedモデルは元のテキストの大文字やアクセ

ント符号などもそのまま維持されており，大文字小文字の情報

が重要な固有名詞認識や品詞のタグ付けなどでは Casedモデル

が優れているが，一般的には Uncasedモデルの方が良い結果が

出ることが知られている．

4. 4 比 較 手 法

統計的言語モデルである kenLM，および Wang らの MPNet

を拡張した玉城らの手法を比較対象とし，提案した 2つのモデ

ルと比較する．両モデルともに CLOTHデータセットを用いて

学習と検証を行う．また，提案手法と同じテストデータでテス

トを行う．

KenLMは n-gram言語モデルであり，n-1単語を入力として

次の 1 単語の確率分布を予測する．n-gram の n については東

中らと同様に KenLMの 7-gramモデルを用いる．

4. 5 実 験 結 果

3. 2節や 3. 3節で述べたように英文空所補充問題に BERTの

事前学習済みモデルを利用してMLMタスクを利用した手法と

CLOTHデータセットで fine-tuningを行った手法で実験を行い

それぞれのモデルを評価する．評価尺度には英文空所補充問題

の正答率を用いる．BERTの出力結果から与えられた選択肢 4

つに対する確率を出力し，その確率が最も高い選択肢を空所に

補充すべき選択肢として予測する．

実験結果を表 2に示す．表 2中の CLOTH-M，CLOTH-Hは

それぞれ CLOTHデータセットにおける高校入試問題，大学入

試問題を表す．センター試験は大学入試センター試験の英文空

所補充問題，MSR は MSR データセットを表す．BERT MLM

(base)，BERT MLM (large)は，MLMタスクを利用した手法を

用い，事前学習済みモデルとしてそれぞれ BERT の base モ

デル，large モデルを使用している．BERT fine-tuning (base)，

BERT fine-tuning (large)は CLOTHデータセットを学習データ

および検証データとして fine-tuningした手法であり，それぞれ

BERTの baseモデル，largeモデルを使用している．

表 2では各テストデータに対して最も高い正答率を太字で表

している．表 2より，MLMタスクを利用した手法，fine-tuning

した手法の両方が，比較手法である玉城らの手法の正答率を大

きく上回った．BERT fine-tuning (large)はセンター試験以外で

最も高い正答率となった．センター試験のみMLM拡張モデル

の 92.3%が BERT fine-tuning (large)の 75.6%を上回った．

CLOTH データセットの大学入試問題である CLOTH-H，は

高校入試問題である CLOTH-M と比べて正答率が低い傾向に

あり，問題難易度の影響を受けていると言える．MSR データ

セットでは BERT MLM (large), BERT fine-tuning (large)の両手

法が比較手法である KenLMの正答率 31.4%と比べて大きく正

答率が向上した．これは BERTの事前学習時に学習データであ

る BookCorpus [14]にシャーロックホームズシリーズの小説が

含まれており，その小説を用いて BERTの事前学習が行われた

からである．

5 考 察

MLMタスクを利用した手法とそれを CLOTHデータセット

で fine-tuningした手法について考察する．表 2より，MLMタ

スクを利用した手法と CLOTHデータセットで fine-tuningをし

た手法のどちらでも BERTの largeモデルの方が正答率が高かっ

たため，BERTの largeモデルについて考察する．

5. 1 MLMタスクを利用した手法の有効性

本実験における MLMタスクを利用した BERTの largeモデ

ルの大学入試センター試験に対する正答率は 92.3%であった．

これは KenLMを用いた東中らの実験の正答率である 85.7%を

大きく上回った．ただし，彼らの実験のテストデータは大学入

試センター試験の本試験および追試験の過去問，代ゼミセン

ター模試，ベネッセ模試，独自に収集したその他の問題を合わ

せた合計 552問がテストデータである．以下ではMLMタスク

を利用した手法で不正解だった問題を分析し考察する．

5. 1. 1 MLMタスクを利用した手法の誤答例

MLM誤答例を以下に示す．回答は BERTにより算出された

出現確率が高いものから順に並べている．

• 問題: The coffee shop opens at 7:30 and serves breakfast

　　　　　　 10 o’clock.”

　　　選択肢: [within, by, for, till]

　　　 BERTの回答: [by, till, for, within]

選択肢はすべて時に関係する前置詞である．誤答例では “till”



表 3 センター試験問題 (324 問) において MLM タスクを利用した手法が誤答した問題

問題が問う内容 MLM タスクを利用した手法が誤答した問題数

内容理解 6

語彙 12

時制 4

人称 1

名詞の単複 1

表 4 MLM タスクを利用した手法と CLOTH データセットで fine-tuning を行った手法の正解と

不正解

テストデータ 両モデルが正解 MLM タスクを利用した手法のみ正解
fine-tuning

のみ正解
両モデルが不正解

CLOTH-M

(3,198 問)
2,286(71.5%) 185 ( 5.8%) 530( 16.6%) 197(6.2%)

CLOTH-H

(8,318 問)
5,722 (68.8%) 365( 4.4%) 1,372( 16.5%) 859(10.3%)

センター試験

(324 問)
224 (69.1%) 76 ( 23.5%) 21 ( 6.5%) 3 (0.9%)

MSR

(1,040 問)
716 (68.8%) 123 ( 11.8%) 168 ( 16.2%) 33 (3.2%)

が正答であるが，MLMタスクを利用した手法は “by”を回答し

た．“by” は期限を表す前置詞であり，“till” は継続を表す前置

詞である．一般的に混同されやすい 2つの選択肢が回答の上位

2つに位置しており，人間の感覚に近いと言える．

5. 1. 2 MLMモデルの誤答の種類

センター試験問題 324問の中で不正解だった 24問の種類を

表 3に示す．センター試験には内容理解を問う問題や語彙を問

う問題，時制や人称といった英文法を問う問題などが含まれて

いる．表 3の “人称”は主語に対応する動詞の活用形の種類や，

代名詞の格の種類に関する問題を表し，“名詞の単複”は名詞の

単数形や複数形に関する問題や，名詞につく冠詞に関する問題

を表す．表 3より語彙問題での誤答が他と比べて多い事がわか

る．また前後の文脈から判断することが可能な人称や名詞の単

複では誤答が少なく，MLMモデルが空所の前後の文脈を読み

取り，予測に反映できていることがわかる．

5. 2 BERTの fine-tuningの有効性

表 2に示したように CLOTHデータセットで fine-tuningをす

るとそれをしないよりも正答率が向上する問題が多かった．

表 2より BERT fine-tuning (large)は，CLOTH-M, CLOTH-H,

MSR のデータセットで BERT MLM (large) を上回り，及ばな

かったのはセンター試験のみであった．ここではMLMタスク

を利用した手法と CLOTHデータセットで fine-tuningを行った

手法の正解と不正解の数を調べ，それらについて考察する．

各テストデータに対するMLMタスクを利用した手法および

fine-tuningした手法の予測結果の正解と不正解の数を表 4に示

す．表 4 中の () 内の値は各テストデータの全問題数に対する

割合を表す．表 4より CLOTH-M，CLOTH-Hの両方のテスト

データに対しては，MLMモデルよりも CLOTHデータセット

で fine-tuningを行った手法の方が 10ポイント以上正答率が高

い．この事から CLOTHデータセットに対する fine-tuningの有

効性が確認できる．

センター試験の問題では MLM タスクを利用した手法が

CLOTHデータセットで fine-tuningを行った手法に対して 20ポ

イント以上高かった．また両方の手が共に不正解となった問題

が全 324問中 3問と少なかった．またMLMタスクを利用した

手法では正解したが，CLOTHデータセットで fine-tuningを行っ

た方法では不正解だったものが全体の 23.5％を占めた．その多

さからセンター試験の問題においては，CLOTHデータセット

での fine-tuningは有効ではなかったことがわかる．

MSRデータセットでは，4ポイントほど CLOTHデータセッ

トで fine-tuningを行った手法がMLMタスクを利用した手法を

上回っている．MSR データセットは小説の内容要約文の英文

空所補充問題であり，語彙を問う問題のみである．そのため，

CLOTHデータセットによる fine-tuningが語彙を問う問題の正

答率の向上に寄与したと考えられる．

6 ま と め

本稿では英文空所補充問題の解法として，BERTの事前学習で

用いられているMLMタスクを利用した手法と，それを CLOTH

データセットで fine-tuningして用いる方法を提案した．実験で

は，中国の高校入試および大学入試を集めた CLOTHデータセッ

トで fine-tuningし，fine-tuning用いたものとは別のCLOTHデー

タセット，大学入試センター試験，Microsoft Research Sentence

Completion Challengeデータセットの３種類のテストデータで

評価した．BERTの MLMタスクを利用した方法では 4つの選

択肢から空所の語句を選ぶセンター試験問題に対する正答率

が 92.3%となり，比較対象とした KenLMの 40.7%を上回った．

CLOTHデータセットで fine-tuningして BERTを用いる方法で

は，テスト用 CLOTHデータセットの高校入試問題に対する正

答率が 88.8%となり，これも比較手法である KenLMの正答率



の 58.8%を大きく上回った．

今後の課題としては，BERT以降に発表され，言語処理タス

クにおいて近年 BERTを上回る成果を挙げている言語表現モデ

ルである RoBERTaや ALBERTの英文空所補充問題への適用が

挙げられる．
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