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あらまし  近年，発表される学術論文の量は膨大になっており，研究者が必要とする論文を選択することが困難

になっている．この問題を緩和するため，生理学・医学分野の論文を中心に Structured Abstract という抄録の記述方

法が採用されている．これには抄録を構造化することで，閲覧者が効率的に論文の情報を得ることができる利点が

ある．本研究では，抽出型要約技術を利用して論文の本文から Structured Abstract を自動生成する手法を提案する．

具体的には，自然言語処理で用いられる BERT モデルを科学技術分野に特化した SciBERT を利用して，Structured 

Abstract の各見出しに適合する文を抽出する．自動生成した要約と論文付属の要約の一致度を関連研究と比較する

ことにより，提案手法の有効性を示す． 
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1. はじめに  

近年，発表される学術論文の数は膨大になっており，

高度な知識を持つ専門家であっても，論文を読み切る

ことは難しい．それ故に論文の選択が必要であるが，

テキストが長大であり，内容が難解であることからそ

れも困難である．論文には通常，アブストラクトが記

述されており，それには論文の内容が簡潔に示されて

いるため，論文の選択に役立つ．しかしながら，どの

ような手段を用いたのか，結果がどうであったか，と

いう点が瞬時に理解できる訳ではない．そのため，生

理学・医学系論文の多くには図 1 に示すような

Structured Abstract(構造化抄録 )[1]と呼ばれるアブスト

ラクトの記述方法が採用されている．これはアブスト

ラクトを Objective(目的 )，Method(方法 )といった見出

しで構造化し記述されている．それぞれの項目が簡潔

かつ明解な形式となっているため，理解がしやすい．   

一方，自然言語処理分野では自動要約技術が開発さ

れている．これは長大なテキストから短いテキストを

生成する技術である．要約技術には抽出型要約と生成

型要約の二種類の手法が存在する．抽出型要約は要約

対象のテキストから重要であるとみなされた文を抽出

する手法である．メリットとしては，文をそのまま抽

出するという手法から文法的な間違いが発生しにくい

点がある．そのため，人間が自然に読みやすい．デメ

リットとしては，人間がまとめるような文が生成でき

ない点が存在する．生成的要約はモデルが単語を構成

することで文を生成する手法である．メリットとして

はモデルが学習した単語を利用できることから，元の

テキストの単語に依存せず，自由な表現が可能な点が

ある．デメリットとしては単語を構成していくという

手法から，文法的に正しくない文が生成される可能性

がある．  

本研究では，抽出型要約を用いて学術論文から

Structured Abstract を自動的に生成する要約モデルの

構築を検討する．論文の選択の支援を目的とするため，

文法的に読みやすい抽出型要約モデルを選択した．モ

デルには言語モデル BERT[2]を利用した深層学習モデ

ルを利用する．論文から事前学習した BERT である

SciBERT[3]と BioBERT[4]をモデルに適用する．本論文

では，SciBERT と BioBERT の有効性を関連研究と比較

することで示す．  

本論文は以下のように構成されている．2 章では学

術論文の自動要約に関する研究を紹介する． 3 章では

本研究で用いるデータセットと深層学習モデルについ

て解説する． 4 章では学習モデルへの SciBERT と

BioBERT の適用方法について説明する．5 章では実験

方法と評価結果，それらから得られた考察について述

べる．6 章ではまとめと今後の課題について述べる．  

 

 

図 1. Structured Abstract の例 (Mohorn ら [5]による

Abstract を引用 )  



 

 

2. 関連研究  

学術論文の自動要約を目的とする研究は数多く存

在する．一般的に，論文の要約には通常のアブストラ

クトの生成を目的とした研究が多い．  

中須賀ら [6]は学術論文の談話構造による特徴量に

着目した自動要約手法を提案した．論文中の文や句の

役割や話題の推移を特徴量として用いることで要約モ

デルの精度を向上させられることを示した．  

衣川ら [7]は学術論文の章構造に着目した自動要約

手法を提案した．Introduction や Related work といった

章の構造を談話構造とみなし，リカレントニューラル

ネットワークを利用して要約生成を行った．章構造を

用いて階層的に学習を行った結果，従来のモデルより

も評価を下げる結果となった．文の位置情報を伝搬さ

せることが重要であることを示した．  

安倍ら [8]は論文から 575の形式で要約を生成する手

法を提案した．575 の音韻的読みやすさを用いること

で論文の把握と記憶の支援を目的としている．これは

TF-IDF を用いることで単語の重要度を利用した出現

頻度から要約を生成している．  

Structured Abstract の自動生成に関しては麻生ら [9]

による研究が挙げられる．これは Structured Abstract を

採用している医学系論文をデータとして用い，ロジス

ティック回帰による分類器で学習させることで生成を

行っ た． 論 文の 文 章は 長大 であ る ため ， 本文 に

TextRank や LexRank を用いて圧縮を行なったものを

データとして用いたが，モデルの精度を落とす結果と

なることを示した．本研究と異なる点は使用するモデ

ルの違いと使用データの違いが挙げられる．本研究は，

同じ評価指標を用いて，結果の比較を行う．  

 

3. 前提  

3.1. BERT 

BERT[2]は，大規模なデータから双方向 Transformer

モデルを用いて事前学習を行ったモデルである．マス

クをかけたトークンを推定する Masked Language 

Model と，2 つの文を与え，それらが隣接しているかど

うかを推定する Next Sentence Prediction という 2 つの

言語タスクで事前学習をさせる．これらにより，トー

クンの関係と文の関係を得る．この事前学習を行った

モデルに，様々なタスクに応じたレイヤーを追加し，

Fine-tuning を行うことで高い評価を得ている．  

 

3.2. SciBERT 

SciBERT[3]は科学領域に特化した BERT モデルであ

る．科学領域に特化するために，事前学習に Semantic 

Scholar からの論文を用いている．内部の構造は BERT

と変わらないが，学習用データが論文に特化している．

データの数は 114 万件であり，割合としてはコンピュ

ータサイエンスが 18%，生物医学系論文が 82%含まれ

ている．通常の BERT の語彙とこちらの語彙は重複し

ている割合が 42%であり，一般の文章と論文の文章に

おいて使用される単語の違いが現れている．トークン

の分割には SentencePiece による手法が用いられてい

る．これらにより，生物医学系タスクで高い評価を得

ている．  

 

3.3. BioBERT 

BioBERT[4]は生物医学領域に特化した BERT モデル

である．この領域に特化するために，事前学習に生物

医学系論文を用いている．SciBERT と同様，内部の構

造は通常の BERT と変わらない．学習用データには英

語版 Wikipedia，BookCorpus，PubMed に掲載されてい

る論文のアブストラクト，PMC に掲載されている論文

の全文を用いている．トークンの分割には WordPiece

による手法が用いられている．科学領域に特化した

BERT モデルであるが，Wikipedia と BookCorpus を用

いている点と論文の分野が SciBERT とは異なる．  

 

3.4. 学習モデル 

BERTSUMEXT[10]は言語モデルの BERT を用いた抽

出型モデルである．図 2 にモデルの構造を示す．抽出

型要約のためにトークン単位ではなく，文単位の表現

を可能にしている．複数の [CLS]トークンを各文の先頭

に挿入することで，前の文の特徴を得られるよう設計

されている．Token Embeddings はトークンの情報を表

している．Segment Embeddings により文には奇数と偶

数のラベルが与えられ，文の区別が可能になる．

Position Embeddings では文章におけるトークンの位置

を表している．これらを組み合わせて Transformer レ

イヤーで要約を行う．  また，Trigram Blocking という

機能を持ち，冗長性を減らしている．初めに選択され

た文とその他の文を比較し，連続した 3 単語の重複が

無ければその他の文を選択するというフィルタリング

を行う．  

図 2. BERTSUMEXT のモデル (Liu ら [11]による図から

引用 )  



 

 

4. 提案手法  

第 2 章で関連研究について述べたが， Structured 

Abstract の自動生成に関する研究は少ない．そこで，

本研究では要約に特化したモデルを用いて，Structured 

Abstract の自動生成モデルを作成する．麻生らの研究

では，TextRank や LexRank によって前処理を行うこと

で，出力文の精度を上げることを期待したが，それら

の前処理がむしろ精度を下げることを示した．それに

倣い，本研究では圧縮等の処理を施さずにデータを学

習に利用する．  本研究では要約生成モデルとして

BERTSUMEXT を用いる．通常， BERT の Position 

Embedding の最大長は 512 であるが，ランダムに初期

化される Position Embedding を追加しており，論文の

ような長文をデータとして扱う本研究との相性は良い

と考えられる．また，BERT を専門的な文章に対応し

た事前学習モデルに変更することで，論文テキストに

対して評価結果が向上する可能性があると考えられる．

そこで，医学系タスクで高い評価を得ている SciBERT

と BioBERT を事前学習モデルとして用いる．  

BERTSUMEXT を用いる手順を以下に示す．  

①  Stanford CoreNLP による学習データの前処理  

②  前処理後の学習データの JSON 化  

③  JSON 化されたデータを PyTorch に入力可能形式

（BERT Data）に変更  

④  BERT Data を用いて学習  

SciBERT と BioBERT をそれぞれ適用するためには，

手順③において専用の語彙リストファイルを用いる必

要がある．SciBERT には Allen Institute for AI より提供

されている scivocab[12]を用いる．BioBERTには Google

より提供されている vocab ファイル [13]を利用する．

この vocab ファイルは通常の BERT と変わらないが，

これ BioBERT における生物医学コーパスでの専門用

語をサブワードで表すためである．また，手順④にて

読み込む BERT のモデルを SciBERT と BioBERT にそ

れぞれ変更する．SciBERT には語彙リストファイルと

同様に Allen Institute for AI によって事前学習されたモ

デルと設定ファイルを利用する．BioBERT には NAVER

によって事前学習されたモデル [14]と設定ファイルを

利用する．  

 

 

図 2. SciBERT, BioBERT をそれぞれ適用した

BERTSUMEXT のモデル (Liu ら [11]による図を一部修

正し引用 ) 

 

5. 実験  

5.1. 実験方法 

3，4 章で示したモデルを用いて実験を行う．前章で

示した SciBERT を適用したモデル，BioBERT を適用し

たモデル，そして BERT-Base Uncased を適用したモデ

ルでそれぞれ学習を行う．BERT-Base Uncased は小文

字化された Wikipedia と BookCorpus から学習を行った

モデルである．これは汎用的に利用可能であり，本研

究でも一定の評価が得られると考えられるため，こち

らを利用した実験も行う．実装には Pytorch を用い，

事前学習モデルの読み込みにはライブラリである

pytorch-pretrained-BERT を利用した．  

モデルのレイヤー数は Liu ら [14]の研究に倣い 2 層

とし，Trigram Blocking を利用する．  

学習用データには CORE Dataset[15]を用いる．この

データセットには幅広い分野の論文テキストデータが

含まれている．そのため，様々な分野の論文をデータ

として用いることが可能であると考えられる．これに

より，モデルが対応できる論文の種類の増加が期待で

きる．データセットから，Structured Abstract を採用し

ている英文の論文データ 5000 件を実験に用いる．テ

キストデータには，小文字化，文分割等の処理を行う．

正解データには本文と Structured Abstract の見出しに

最も近いと考えられる文を貪欲法による単語の一致度

から算出し，本文データと対にして用いる．  

生成する見出しは Objectives(目的 )，Methods(方法 )，

Results(結果 )，Conclusions(結論 )とする．麻生らの研究

ではこれらの 4 つの見出しに加えて Background(背景 )

も生成しているが，Objective と重複する見出しである

と考え，本研究では生成せず，Objective のデータと同

様に扱う．また，学習データとテストデータの割合は

8:2 とする．  

評価では 2 章で紹介した麻生らによる研究による評

価結果と比較する．  

 



 

 

5.2. 評価  

要約モデルの評価には ROUGE[16]という手法を用

いる．モデルによって生成された要約と参照された要

約の単語の一致度を利用し，類似度を算出する手法で

ある．ROUGE-N は N-gram 単位で一致度を算出する．

式は以下のとおりである．   

 

ROUGE − N 

=  
∑ ∑ 𝐶𝑜𝑢𝑛𝑡𝑚𝑎𝑡𝑐ℎ(𝑔𝑟𝑎𝑚𝑛)𝑆∈{𝑅𝑒𝑓𝑒𝑟𝑒𝑚𝑐𝑒𝑆𝑢𝑚𝑚𝑎𝑟𝑖𝑒𝑠}𝑔𝑟𝑎𝑚𝑛∈𝑆

∑ ∑ 𝐶𝑜𝑢𝑛𝑡(𝑔𝑟𝑎𝑚𝑛)𝑆∈{𝑅𝑒𝑓𝑒𝑟𝑒𝑚𝑐𝑒𝑆𝑢𝑚𝑚𝑎𝑟𝑖𝑒𝑠}𝑔𝑟𝑎𝑚𝑛∈𝑆

(1) 

 

N は N-gram の長さを表し，𝐶𝑜𝑢𝑛𝑡𝑚𝑎𝑡𝑐ℎはモデルの生

成要約と参照元の要約の N-gram の最大一致度を示す．

本研究では，uni-gram(N=1)，bi-gram(N=2)として評価す

る．  

また，ROUGE-L という手法も用いる．こちらは参照

され た要 約 とモ デ ルに よっ て生 成 され た 要約 の

Longest-common-subsequence を利用する．式を以下に

示す．  

 

𝑅𝑙𝑐𝑠 =  
𝐿𝐶𝑆(𝑋，𝑌)

𝑚
(2) 

𝑃𝑙𝑐𝑠 =  
𝐿𝐶𝑆(𝑋，𝑌)

𝑛
(3) 

𝛽 =
𝑃𝑙𝑐𝑠

𝑅𝑙𝑐𝑠

(4) 

 

ROUGE − L =  
(1 + 𝛽2)𝑅𝑙𝑐𝑠𝑃𝑙𝑐𝑠

𝑅𝑙𝑐𝑠 + 𝛽2𝑃𝑙𝑐𝑠

(5) 

 

𝐿𝐶𝑆(𝑋，𝑌)は参照された要約とモデルによって生成さ

れた要約の Longest-common-subsequence である．これ

は二つの文章の共通部分列のうち，最長の部分列のこ

とであり，その長さを用いる．𝑚は参照となる要約の

単語数，𝑛は生成された要約の単語数である．それらか

ら適合率𝑃𝑙𝑐𝑠，再現率𝑅𝑙𝑐𝑠を求め，その重み付き F 値を

スコアとしている．  

表 1 に本研究における評価の理論値を示し，2，3 に

SciBERT と BERT-Base Uncased による評価結果をそれ

ぞれ示す．表 1 の理論値は，Structured Abstract の見出

しに対する正解データの評価値である．正解データは

見出しに最も近い文であるが，著者が自由に記述した

見出しと完全に一致する可能性は低い．そのため，表

1 の結果が本研究での理論上の上限値となる．表 2,3 に

示す評価結果も同じく，正解データに対する評価値で

はなく，Structured Abstract の見出しに対する，モデル

の生成要約の評価値である．また，SciBERT による

Structured Abstract の例を掲載する．  

表 1. 理論値 (%)  

見出し  ROUGE-1 ROUGE-2 ROUGE-L 

Objectives 47.7 29.9 42.7 

Methods 43.7 26.1 40.3 

Results 43.3 25.1 40.2 

Conclusions 57.3 40.1 52.7 

 

表 2. SciBERT による評価結果 (%)  

見出し  ROUGE-1 ROUGE-2 ROUGE-L 

Objectives 37.8 20.1 35.8 

Methods 36.8 16.7 31.8 

Results 34.4 14.0 29.5 

Conclusions 43.2 25.7 40.3 

 

表 3. BioBERT による評価結果 (%)  

見出し  ROUGE-1 ROUGE-2 ROUGE-L 

Objectives 38.0 18.0 33.8 

Methods 33.7 14.7 29.8 

Results 32.7 12.8 28.8 

Conclusions 44.2 26.8 40.8 

 

表 4. BERT-Base Uncased による評価結果 (%)  

見出し  ROUGE-1 ROUGE-2 ROUGE-L 

Objectives 35.6 15.9 31.6 

Methods 33.9 14.7 30.9 

Results 36.1 15.1 32.8 

Conclusions 42.7 24.3 38.5 

 

表 5. Martín-Fernández ら [17]による掲載元の

Structured Abstract  

RATIONALE AND OBJECTIVES: 

Economic theory classifies an intervention as socially 

beneficial if the total Willingness to Pay (WTP) of those 

who gain exceeds the total Willingness to accept (WTA) 

of those who are harmed. This paper examines the 

differences in health system users’ valuation of  a health 

care service in primary care setting based on the WTP and 

WTA perspectives, discussing the impact of personal and 

service variables, including risk attitudes, on these 

disparities. 

 

METHOD: 



 

 

Six hundred and sixty two subjects who asked for care in 

health centres in the Region of Madrid (Spain) were 

interviewed, using the contingent valuation method to 

estimate WTP and WTA. Patient sociodemographic 

characteristics, health needs, satisfaction wi th the service 

and risk attitude and behaviour under risk (measured by 

self-reported scales and lottery games respectively) were 

collected. Generalised Linear Models were used to 

estimate the association between the explanatory variables 

and the WTA/WTP ratio. 

 

RESULTS: 

We obtained the WTA/WTP ratio for 570 subjects (mean 

1.66 CI 95%: 1.53–1.79; median 1, interquartile range 1–

2). People with higher education or in high social groups 

expressed WTA values closest to WTP. The opposite 

occurred in patients with the greatest health needs or who 

were born abroad. Self-reported expression of risk 

aversion appeared also related to increases in the 

WTA/WTP ratio. Satisfaction with the service evaluated 

was the most influential factor in the WTA/WTP ratio.  

 

CONCLUSION: 

Health need, difficulty in obtaining substitutes and 

satisfaction with the service could serve for profiling 

people averse to loss for health care services in primary 

care setting. Self-reported expression of risk aversion 

could also be related to increases in the WTA/WTP ratio. 

This would mean that these characteristics should be taken 

into account both in the design and implementation of new 

healthcare interventions, as in the making decision for 

disinvestment. 

 

表 6. モデルによって生成された Structured Abstract  

OBJECTIVES: 

The value attributed to a good or service with the CV 

method can be studied from the perspective of 

willingness to pay (WTP) or to accept (WTA).  

 

METHOD: 

Given the asymmetry in the distribution of the 

dependent variable (WTA/WTP ratio), we used 

Generalised Linear Models (GLM) to estimate the 

association between the explanatory variables and the 

WTA/WTP ratio.  

 

RESULTS: 

Given that the description of the scenario may have 

implications for the expressed values, we chose as 

realistic a description as possible, making reference to a 

good immediately obtained.  

 

CONCLUSION: 

Health needs and use of services were measured by the 

existence of chronic conditions (ones that require 

continuous healthcare for more than 6 months), hospital 

admissions in the past year (including emergency stays 

lasting longer than 24 hours) and the perception of 

health-related quality of life (HRQoL) as measured by 

EQ-5D. The EQ-5D results were expressed on a visual 

scale and turned into utilities.  

 

5.3. 考察 

5.3.1. 科学領域 BERT モデルの効果  

汎 用 的 な BERT で あ る BERT-Base Uncased と

SciBERT， BioBERT による評価結果を比較する．

SciBERT を利用したモデルにおいて，関連研究と比較

すると Objectives，Methods, Conclusions の値が大きく

向上している．BioBERT を利用したモデルでも同様の

見出しで値が向上している．BERT-Base Uncased と比

較すると Results 以外の見出しで，値が向上しており，

見出しによっては特化型 BERT が有効であることを示

した．Results で BERT-Base Uncased が高い値を得た原

因には Results とそれ以外で使用された単語の違いに

よるものだと推測される．Results には汎用的な単語が

多く含まれていると考えられる．  

 

5.3.2. 関連研究との比較  

関連研究と比較するため，表 7 に麻生らによるモデ

ルの評価結果を示す．ROUGE-1 による評価結果のみが

示されているため，同じ指標で比較を行う．採用して

いるデータが異なることから，厳密に比較が出来ない．

特に理論値においては Results の値が関連研究による

値よりも低い点に注意する必要がある． SciBERT, 

BioBERT を利用したモデルでは Objectives，Methods, 

Conclusions の値が大きく向上している．そのため，本

研究で提案したモデルの性能が有効であると判断でき

る．関連研究における Results の値は理論値よりも 1.2

ポイント高い．麻生らによる研究では，医学系論文の

みをデータとして採用している点が本研究とは異なる．

その点で，本研究で扱った様々な分野の論文とは記述

方法の差異が存在する．その部分が影響を及ぼした可

能性がある．  

 

 

 



 

 

表 7. 麻生らによる評価結果 (%)  

見出し  ROUGE-1 

Objectives 28.0 

Methods 31.7 

Results 44.5 

Conclusions 35.1 

 

5.3.3. 参照 Structured Abstract とモデルが生

成した Structured Abstract の比較  

 Martín-Fernández ら に よ る 研 究 を 対 象 と し て ，

Structured Abstract の比較を行う．抽出型要約のメリッ

トである，文法の正しさがどの項目でも見てとれる．

Objectives では，「WTP と WTA の観点に基づく」とい

う 点 が 正 し く 抽 出 で き て い る ． Methods で は ，

WTA/WTP の比に関連する箇所が正しく選択されてい

る．Results では正しく抽出できず，全く別の文が選択

されている．Conclusions では先頭 2 単語が近いものの

内容としては別の文が選択されており，正しく抽出さ

れていない．  

 

6. まとめ  

本稿では SciBERT と BioBERT による BERTSUMEXT

を用いた Structured Abstract の生成方法を提案した．

ROUGE-1 による評価では，SciBERT と BioBERT 共に

3 つの見出しで従来のモデルを上回る結果となった．  

今後の課題としては使用データの調査が挙げられ

る．本研究では Core Dataset の Structured Abstract を含

む論文をデータとして用いた．Core Dataset は広い分

野の論文を含んでいるため，広い範囲に対応できるモ

デルの作成を検討していた．しかし，実際にデータに

用いた論文の研究分野は生理学・医学系論文に偏って

いると考えられる．データセットにはどの分野の論文

であるかを示すラベルが存在しないため，データがど

のような分野であるかが，完全に判明していない．今

後，キーワード等を利用して，分析をする予定である．

また，論文の章に着目し，それを利用して生成するこ

とで構造を活かすことができると考えられる．その他

にも広い範囲の分野に対応した BERT を作成すること

で，対象を広げられることが期待できる．本研究で用

いた科学分野特化型 BERT は対応分野が医学系に偏っ

ている．そのため，BERT の対応分野を広げる必要が

ある．現在は，ローコストの BERT も研究されており，

そういった BERT の活用が見込める．本研究では人間

による論文の取捨選択を支援することを目的としてい

る．そのため，ROUGE による評価だけでなく人間によ

る定性的な評価が必要であり，検討をしていきたい．   
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