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あらまし 感情極性とは文章に含まれる意見が好意的か否定的かを表す情報である．これは意見要約や可視化する

ために重要である．中でも Aspect-Based Sentiment Analysis (ABSA)は文章中に含まれる，観点に対する感情極性

を予測するタスクである．本稿では，画像認識分野で高精度を達成した Squeeze-and-Excitation Residual Network

(SE-ResNet)に Attention機構を組み合わせたモデルを提案し，文章の感情極性推定タスクに適用して推定精度を評

価する．
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1 は じ め に

感情極性推定とは感情極性ラベルが付与された文章を学習し

て未知の文章の感情極性を推定する自然言語処理のタスクであ

る．感情極性はその文章が好意的か否定的かを表す情報であり，

positive，negativeなどのラベルで表される．これらの感情極

性は文章全体の要約に役立ち，意見の収集の効率化や可視化な

どに用いられている．近年ではニューラルネットワークでこれ

らを推定する研究が活発に行われている．

一方，実際の文章には複数の観点と相違なる感情極性が含ま

れるものもある．そのような文章を，文章全体の感情極性で

表すのは不十分な場合がある．そこでこの問題に対応したの

が，Aspect-Based Sentiment Analysis (ABSA) [4]と呼ばれる

タスクである．ABSA は文章から観点を抽出し，それぞれの

観点に対する感情極性を推定する．具体的には，観点毎の感情

極性ラベルが与えられた教師データを学習することで推定す

る．このタスクは日本語では観点付き感情極性推定と呼ばれ

ている．Niitsumaらは単純な Attentionモデルである Simple

Alignment Sentence Classification (SASC)を提案し，ABSA

において，従来手法の Convolutional Neural Network (CNN)

や Recurrent Neural Network (RNN) を分類精度，実行時間

共に上回ったことを報告した [3]．朝倉らは Ladder Network [2]

を拡張し，半教師あり学習を ABSAに適用する手法を提案し，

更に高い推定精度を達成した [1]．

本稿では観点付き感情極性推定のため，画像認識の分

野で高精度を達成した Residual Network と Squeeze-and-

Excitation Network にカテゴリの Neural Attention を組み

合わせたモデルを提案する．実験では SemEval2016 Task5

Subtask1(SE16T5S1)1の感情極性推定タスクにおける正解率

で評価する．

1：http://alt.qcri.org/semeval2016/task5/

2 関 連 研 究

2. 1 Neural Attention

Neural Attention は考慮すべき情報に高い重みを与える

ニューラルネットワークである．Bahdanauら [6]は翻訳モデル

に Neural Attention を組み込むことで長文の入力に対しても

精度の高い翻訳ができることを報告した．翻訳モデルは入力を

特徴量に変換する Encoder と特徴量から出力を得る Decoder

で構成されている．提案モデルは，重みとして入力文章全体の

情報を Decoderに渡すが，その際 Encoderが現在処理をして

いる入力文章のスコアを大きくしてから用いる．Decorder は

出力の際，過去の入出力と受け取った重みから翻訳単語を決定

する．その結果，入力文章全体についての情報と現在処理して

いる単語情報を持つため，長文であっても翻訳の精度を保つこ

とが可能となった．観点付き感情極性推定では，柳瀬ら [7]は

双方向 RNNから得られるベクトルに対して 2つの Attention

層によりエンティティと属性について考慮するモデルを提案し

た．彼らは SemEval 2015 Task 122のデータセットを用いて観

点付き感情極性推定を行い，SemEval 2015 Task 12に参加し

た最上位チームである NLANGPの手法 [8]以上の精度を達成

したことを報告した．

2. 2 Residual Network

Residual Network (ResNet) とは，He ら [11] が提案し

ILSVRC20153の画像分類タスクで優勝したモデルである．

ニューラルネットワークには，層を深くするにつれて認識精

度が向上する傾向があるが，層が深いほど勾配を維持するこ

とができず消失してしまうため，学習が困難であった．しか

し，ResNetでは Residual moduleと呼ばれるショートカット

を含んだ構造を利用することで，層が深くなっても勾配を次

の層に伝えることを可能にしている．Residual module の内

2：http://www.alt.qcri.org/semeval2015/task12/

3：http://image-net.org/challenges/LSVRC/2015/



図 1 Residual module の内部構造 [11]

部構造を図 1 に示す．入力 x に対する，Residual module に

よる変換関数 H(x) は，内部の層の変換関数 F (x) にショー

トカットを通った入力を加えた H(x) = F (x) + xで表すこと

ができる．He らは 16 個の Residual module を重ねることに

より pooling 層と全結合層を合わせて 34 層の ResNet を提案

した．また，計算コストを増やさずにより層を深くするため

に Bottleneck 構造も提案している．計算コストが等価である

Residual moduleと Bottleneck構造を比較したものを図 2に

示す．Residual moduleは Convolution層が 2層であるのに対

し，Bottleneck構造では 3層ある．図 2の Bottleneck構造は

2つの 1× 1の Convolutionが次元の縮小と復元の役割をして

いる．具体的には，1つ目の 1× 1の Convolutionが 256次元

を 64次元に縮小し，2つ目で 64次元で 256次元に復元する．

Bottleneck 構造のショートカットを projection に置き換えた

場合，縮小前の入力部分と復元後の出力部分，つまり高次元の

2か所に接続されるため，計算コストとモデルサイズが 2倍と

なる．しかし，ショートカットによる計算はパラメータ数が増

えないため，Bottleneck構造を効率的なものにしている．

2. 3 Squeeze-and-Excitation Network

Squeeze-and-Excitation Network (SENet)は ILSVRC20174

の画像分類タスクの優勝モデルで，Huら [12]が提案したもの

である．従来の手法である CNNは Convolutioanと活性化に

より，平面方向の特徴を抽出していたのに対し，SENet は各

channel の出力を重み付けすることにより，画像全体におけ

る channel 間の関係性を考慮する SE block と呼ばれる機構

4：http://image-net.org/challenges/LSVRC/2017/

図 2 計算コストが等価な Residual module (左) と Bottleneck 構造

(右) [11]

図 3 SE block の内部構造 [12]

を持つ．その構造を図 3に示す．図 3の X は変換する画像の

channel毎の画素値であり，画像のサイズ H ×W の数の画素

値を channel数 C の数だけ含む．また rは次元の削減と増加の

割合を表す Reduction ratioである．SE blockは Convolution

で得た特徴マップに対し，空間方向の画像全体の平均を取る

ことで，channel次元のベクトルに変換する．そのベクトルを

Sigmoid関数で活性化させることにより，channel方向に重み

付けする．この機構はどのようなネットワークとも組み合わせ

ることができ，Inception module [13]やResNet，VGG-16 [14]

に組み合わせて元のモデルと比較したところ，全てのモデルが

元のモデルを上回ったことが報告されている．



図 4 SE-ResNet Attention モデルの全体構造

3 提 案 手 法

3. 1 SE-ResNet Attentionモデル

本稿で提案する SE-ResNet Attentionモデルについて説明す

る．このモデルは SE-ResNetにカテゴリを考慮させる Neural

Attentionを組み合わせたものである．モデル構造を図 4に示

す．本モデルの入力はカテゴリと文章の 2つである．この 2つ

の入力は embedding層によってそれぞれベクトル化される．入

力される文章の単語を embeddingで変換したWord vectorを

X，カテゴリを embeddingで変換した Category vectorを V

とし，L は文の長さ (単語数)，n はカテゴリの種類とすると，

X と V はそれぞれ以下の行列で表される．

X =
[
x1 x2 ... xL

]
(1)

V =
[
v1 v2 ... vn

]
(2)

xi ∈ Rd，vi ∈ Rd の次元数 dは，embeddingの際に定める

パラメータである．入力文章の単語を embeddingで変換した

Word vectorを SE blockに通し変換したベクトル X̃ と Cat-

egory vector V から Softmax 関数により Atteintion Weight

α ∈ RL を次のように計算する．この時 va は考慮させるカテ

ゴリのベクトルである．

α = softmax(X̃Tva) (3)

算出した Attention weightとWord vectorから感情極性の

確率分布 y ∈ R3 を求めて感情極性を推定する．yは positive，

neutral，negative の 3 つの感情極性のどれに推定されるかの

確率であり，以下の式で求められる．ここで P ∈ R3×d は推定

する感情極性への射影行列である．

y = softmax(PX̃α) (4)

図 5 提案する Residual module の内部構造

3. 2 Residual module

本稿で提案する Residual moduleは，Huら [12]の提案した

SE-ResNet moduleと同様に，Residual moduleに SE機構を

組み込んだものである．内部構造を図 5に示す．Residual mod-

ule部分はConvolution，Batch Normalization(BN) [9]，Relu，

Dropoutからなる．具体的には BN-Conv-BN-Relu-Dropout-

Conv-BN-Reluの順で適用する．

また，SE blockはResidual moduleの処理のあと，何も処理

をしないベクトルとGlobal Average Pooling，Fully-connected

Layer，Relu，Fully-connected Layer，Sigmoidの順に適用し

たベクトルを乗算する．その後 Residual module のショート

カットを通した元の入力と加算する．

Word vector X から得られた特徴マップを U ∈ RH×W×C

とすると，Global Average pooling層の変換 FGAP (x)で得ら

れる zは以下の式のように channel毎に平均する．この時，H，

W は平面次元，C は channel数を表す．

U =
[
u1 u2 ... uC

]
(5)

zk = FGAP (uk) =
1

H ×W

H∑
i=1

W∑
j=1

uk(i, j) (6)

その後の処理は以下の式で表される．

s = σ(W2δ(W1z)) (7)

この時，σ は Sigmoid 関数，δ は Relu 関数である．また

W1 ∈ R
C
r
×C，W2 ∈ RC×C

r は全結合層を表し，rは次元を削



減あるいは増加する割合を表す Reduction ratioである．また

s ∈ RC は各 channel の重みであり，U に channel 毎に式 (9)

のように乗算し，重みを付与した特徴マップ Ũ ∈ RH×W×C を

算出する．

Ũ =
[
ũ1 ũ2 ... ũC

]
(8)

ũk = skuk (9)

4 評 価 実 験

評価実験として，提案モデルで英語のレストランレビュー文

の観点付き感情極性推定を行い，その正解率を算出する．比較

のため先行研究である Ladder Network [1]，SASC [3] を用い

た同様の実験も行う．

4. 1 データセット

SemEval2016 Task5 Subtask1(SE16T5S1)5で提供されるレ

ストランドメインのデータセットを利用する．このデータセッ

トは学習データ 2,000 件，テストデータ 676 件の英語のレス

トランレビュー文で構成されている．レビュー文の例を以下に

示す．

"The wine list has many good values."

<Opinion category="DRINK#PRICES"

polarity="positive" />

このように各レビュー文には category と polarity を含む

Opinion タグが付与されている．本稿ではレビュー文と cate-

gory から polarity を推定する．カテゴリは以下の 12 種類で

ある．

• RESTAURANT#GENERAL

• RESTAURANT#MISCELLANEOUS

• RESTAURANT#PRICES

• SERVICE#GENERAL

• FOOD#PRICES

• FOOD#QUALITY

• FOOD#STYLE OPTIONS

• DRINKS#PRICES

• DRINKS#QUALITY

• DRINKS#STYLE OPTIONS

• AMBIENCE#GENERAL

• LOCATION#GENERAL

またこのデータセットの感情極性の分布を表 1に示す．

4. 2 ハイパーパラメータ

Word vectorの初期値には 2016年時点のGoogle News Cor-

pusの 300次元ベクトル 6を用いる．このベクトルは学習中に最

適化される．モデルは cross-entropy lossが最小になるように学

習を進める．最適化にはHeら [11]同様に，Momentum項を加

5：http://alt.qcri.org/semeval2016/task5/

6：https://code.google.com/p/word2vec/

表 1 データセットの感情極性ラベル分布

データセット Positive Neutral Negative

学習データ 1657 749 101

テストデータ 611 204 44

えた確率的勾配降下法を用いる．学習率は 0.005，Momentum

は 0.5とした．ハイパーパラメータであるResidual module (図

5) に含まれる Convolution の filter size はどちらも 3，stride

は 1，channelは 128，Dropout率は 0.5とし，またReduction

ratio r は Huら [12]の実験で最も Top1 error率が小さい 4と

した．学習回数である epoch数は 60までとした．

4. 3 実 験 結 果

実験結果を表 2に示す．提案モデルの正解率は 0.861となり，

先行研究のうち最も性能がよい Ladder Networkを 0.7ポイン

ト上回った．また，単純なAttentionのみのモデルである SASC

と比べ，2.6ポイント高い正解率となったことから，SE block

や Residual module が英文の観点付き感情極性推定にも有効

であることが分かる．表 2には先行研究の ATAE-LSTM [16]，

CNN [5]，Bi-LSTM の実験結果も示したが，提案モデルの正

解率が最も高かった．CNNの filter sizeは 3，channelは 128，

Bi-LSTMの出力次元は forward層と backward層どちらも 128

とした．

5 考 察

提案モデルのモデル構造とハイパーパラメータは，Residual

moduleの個数やパラメータを変更しながら実験を行い調整し

た．Residual moduleの内部構造については，Convolution層の

数，BNや Relu，Dropoutの有無を比較した．1つの Residual

module に含まれる Convolution 層の数は 1 層または 2 層の

正解率が高く，3層以上にすると正解率が落ちることが分かっ

た．画像認識の ResNetでは層は深いほど良く，Convlution層

を 3つ含む Bottleneck構造 (図 2)が採用されていたが，提案

モデル (図 5)では Bottleneck構造を用いず，通常の Residual

moduleの 2層構造を採用した．

次に，図 5 の Convolution 層の前後での BN と Relu の有

無と，Convolution 層間と Residual module 間での Dropout

の有無について述べる．BN や Relu などの位置は He ら [15]

は層が深いほど前につけることで精度が高くなることを示し

た．本稿では Convolution 層の前後とショートカットの加算

後の計 4 か所でそれぞれ有無を比較した．挿入の検討箇所を

図 6に示す．その結果，1つ目の Convolution層の前で BN，2

つの Convolution 層の後で BN と Relu，Convolution 層間で

Dropoutを挟むモデルが最も高くなることを確認した．そのた

め，Residual module(図 5)を提案した．

Dropout率は最も高い結果は 0.5のモデルだが，0.2でも近

い値を確認しており，誤差の範囲であった．

Convolution のハイパーパラメータについては，filter size

は 1，2，3，4，5，channel数は 64，96，100，128，200，256，

300 の中の組み合わせで実験し，先行研究 [1] で用いられたパ



表 2 観点付き感情極性推定の正解率

モデル 正解率

SE-ResNet Attention (提案モデル) 0.861

Ladder Network [1] 0.854

SASC [3] 0.835

ATAE-LSTM [16] 0.817

CNN [5] 0.828

Bi-LSTM 0.811

図 6 Residual module への BN，Relu，Dropout の挿入検討箇所

ラメータと同様に filter size が 3，channel 数が 128 のものが

最も高い正解率となった．

図 4の Residual moduleの数は 1から 10までの実装を比較

したが，正解率に大きな差は出ず，1つか 2つで十分な効果が

得られることが分かった．これらを比較したグラフを図 7に示

す．図 7 の Block は Residual module の数であり，Residual

moduleの構造は図 5の通りである．

最適化手法として用いたMomentum項を加えた確率的勾配降

下法の学習率とMomentumはそれぞれ 0.01と 0.9が Tensor-

Flow7や Keras8の実装ではデフォルトとなっており，Qian [17]

や Ruder [18]も推奨しているが，文章で学習を行う場合，学習

が早く進みすぎるため，本実験では学習率を 0.005，Momentum

を 0.5と，それぞれ小さくすることで学習のピークを遅らせて

いる．表 3に正解率が 0.86以上になったモデルとそのハイパー

パラメータを示す．Reduction ratioに関しても，Huら [12]の

実験から最も Top1 error 率が小さい 4 を選択したが，Top5

error 率とのバランスがいい 16 が推奨されている．実際に 16

でも差はなかった．また，2つの Convolution層で別々に filter

sizeを定める組み合わせにも検討の余地があると考える．組み

合わせでは (1,3)，(3,3)，(3,5)の組み合わせが比較的良い結果

となった．なお (1,3) は 1 つ目の Convolution 層の filter size

7：https://www.tensorflow.org/api_docs/python/

8：https://keras.io/ja/

図 7 ResNet Attention モデルによる Residual module の数別の

epoch 毎の正解率

表 3 観点付き感情極性推定の正解率が 0.86 以上だったモデル

Block 数 Reduction ratio Dropout filter size channel 正解率

2 4 0.5 3,3 128 0.861

2 4 0.5 3,5 128 0.860

2 16 0.2 3,3 128 0.860

が 1，2つ目の Convolution層の filter sizeが 3という意味で

ある．

6 ま と め

本稿では，英文レビュー文書に対する観点付き感情極性推

定の精度向上のため，SE-ResNet Attention モデルを提案し

た．このモデルは Squeeze-and-Excitation block (SE block)

と Residual moduleにカテゴリを Attentionとして組み合わせ

たモデルである．英語のレストランレビュー文を用いて実験し，

感情極性の推定精度でモデルを評価した．提案モデルは Ladder

Networkや Simple Alignment Sentence Classificationよりも

高い正解率を達成し，提案手法が英文の観点付き感情極性推定

において有効であることを示した．また，提案モデルの構造に

ついて考察し，SE blockと Residual moduleは，層が比較的

少なくても観点付き感情極性推定では十分な効果が得られるこ

とが分かった．

今後の課題としては，ベクトルの初期値をword2vecを用いて

生成しているため，Transformerなどを用いることでより高い

精度が得られるかを検討したい．また Reduction ratioや filter

sizeなどのハイパーパラメータの調整に検討の余地がある．
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