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あらまし より早期の段階で疾患の前兆をとらえるために健康診断データを用いた疾患の予測研究が行われているが、

それらの研究では疾患の予測性能の向上や新たな手法の提案に注力しているため、予測モデルの解釈性については大

きく触れていない。そのため、本研究では、疾患の進行について予測を行い、予測された理由が解釈可能なモデルの

構築を行うことを目的とする。本研究では、健康診断の予防対象である糖尿病の判定について予測する多層ニューラ

ルネットワークによるモデルの構築を行った。また、予測モデルを解釈するためにモデルにおける属性の重要度を算

出する手法である Permutation importanceと、入力を摂動させることにより入力と出力の関係を解釈する手法であ

る Sensitivity analysisの 2つの手法を用いた。実験の結果、関連研究で用いられている他の機械学習手法と比較して、

高い性能を持つ予測モデルを構築することができた。Permutation importanceでは、構築した予測モデルが糖尿病の

診断や判定に用いられる属性を重視しており、またそれら以外の利用されていない属性も重視した予測を行っている

ことが分かった。Sensitivity analysisによる質問票の質問項目の回答に対する摂動による予測結果の比較では、多く

の質問項目において、回答の変化と予測結果の変化が質問の意図と一致した一方で、一致しない質問項目もあった。
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1 は じ め に

1. 1 背景と目的

健康診断は、検査による測定や問診を通して現在の健康状態

を把握し、疾患の前兆を捉え疾患を早期発見する目的を持つも

のである。疾患の早期発見は、疾患の重症化を防ぐことができ

る。それにより、人々の健康寿命を伸ばすことができ、増え続

ける医療費の削減にもつながる。そのため、より早期の段階で

疾患の前兆をとらえるために、医療データを用いた疾患の予測

研究が行われている。それらの研究には、機械学習による手法

が取り入れられており、様々な観点から研究が行われている。

しかし、それらの研究では、疾患の予測性能の向上や手法の提

案に注力している。それらの予測モデルが、なぜその予測結果

を導いたのかといった解釈性については、大きく触れられてい

ない。

また、健康診断データを用いた予測研究では、糖尿病といっ

た疾患の発症予測が試みられている。しかし、健康診断が主な

対象としている生活習慣病は、感染症などとは異なり発症まで

に時間がかかる。したがって、ある時点での健康診断データを

用いて発症を予測することができたとしても、すでにその受診

者は、生活習慣の改善だけでは予防できない段階まで病状が進

行している可能性がある。特に、糖尿病は生活習慣が主な要因

となる疾患である。そのため、事前に悪化を予測することがで

きれば、健康指導により生活習慣の改善を促すことができ、よ

り早期の段階で発症を防ぐことができる。

以上の点から、本研究では、健康診断データを用いて疾患を

発症する前の段階である未病段階における疾患の進行について

予測を行う機械学習による解釈可能な予測モデルの構築を目的

とする。本研究では、健康診断が対象としている生活習慣病の

うち糖尿病を予測対象とする。また、予測モデルを解釈可能と

するために、次の 2つの手法を用いる。1つ目は、予測モデル

が重視している属性を明らかにするために予測モデルにおけ

る各属性の重要度を算出する手法である。2つ目は、受診者の

生活習慣や既往歴を尋ねた質問票に着目し、それらの回答に摂

動を与えて予測モデルに入力し、摂動を与える前と与えた後の

データによる予測結果を比較する手法である。

2 糖尿病とその診断

2. 1 糖尿病とは

糖尿病は、生活習慣病として挙げられる疾患の一つである。

日本糖尿病学会では [1]、「インスリン作用不足による慢性の高

血糖状態を主徴とする代謝疾患群」と定義されている。インス

リンは、膵臓のランゲルハンス島によって分泌され、各臓器に

対して影響することにより、血中の血糖値を低下させる作用を

持つ物質である。糖尿病は、主にこのインスリンの分泌低下の

要因によって、1型糖尿病と 2型糖尿病に分類されている。こ

のうち 2型糖尿病は、複数の遺伝的要因などによるインスリン

の分泌低下に加えて、加齢や肥満などの生活習慣から生まれる

要因などが組み合わさることによって発症する疾患である。生

活習慣病としての糖尿病は、この 2型糖尿病を指す。また、糖



尿病は、多くの合併症を引き起こす疾患として知られ、癌とし

て知られる悪性新生物や心疾患、脳疾患、認知症といった疾患

にも発展する可能性を持つ。このような重大な疾患にもかかわ

らず、急速に病態が悪化する感染症とは異なり、生活習慣によ

る影響が大きいために病状は徐々に進行し、健康診断や医療機

関で診察を受けた際にはすでに病状が進行していることが多い。

2. 2 健康診断における判定基準

健康診断における糖尿病に対する判定には、ヘモグロビン

A1cと早朝空腹時血糖値が用いられている。日本人間ドック学

会 [2]では、この 2種類の測定値について一定の基準値を設け、

それぞれ基準値の段階により判定区分を決定している。これら

の判定に基づき異常が認められた場合には、精密検査を受診さ

せるなどして糖尿病の正確な診断を行う。

3 機械学習の解釈に用いる手法

3. 1 Permutation importance

Permutation importance [3]は、機械学習によるモデルにお

ける属性の重要度を算出する手法である。Permutation impor-

tanceは、以下の手順で算出される。

（ 1） 算出したいデータセットの属性に対して、その属性に

含まれる値をランダムに並び変える。

（ 2） 変化させたデータセットを予測モデルに入力し予測さ

せ、評価する。

（ 3） 並び替える前後のデータセットでの予測結果による評

価指標の値の差を計算する。

モデルにおいて重要な属性であれば、予測対象との結びつき

が強い。その場合、その属性をデータセット中で並び替えたと

きには結びつきが失われるため、予測結果における評価指標の

値が大きく減少する。したがって、ある属性に含まれる値をラ

ンダムに並び変えて入力したときに、予測結果における評価指

標の値が大きく減少した場合に、その属性が予測モデルにおい

て予測性能に大きな影響を与えていると解釈することができる。

Permutation importanceでは、並び替える前後での予測結果

における評価指標による値の差を重要度とする手法である。

Permutation importanceは、ある属性に含まれる値をラン

ダムに並び変えて、入力したときの予測結果における評価指標

の値が大きく減少したときに、その属性が予測モデルにおいて

予測性能に大きな影響を与えていると解釈することができる。

3. 2 Sensitivity analysis

Sensitivity analysisは、機械学習によるモデルにおける入力

と出力の関係を解釈するための手法である。機械学習を用いた

分類や予測を行うモデルでは、入力に対応した出力を行うが、

なぜその入力から出力を行うのかを理解することは難しく、ま

た、入力データに含まれる属性の変化が、どのように出力に影

響を与えるのかを理解することは難しい。Sensitivity analysis

は、入力する属性の値に対して摂動を与え、摂動を与える前の

値と摂動を与えた値による予測結果の違いを分析することによ

り、属性ごとの入力と出力の関係を明らかにする手法である。

それにより、ある属性について摂動を与えたときの予測結果の

変化の仕方から、その属性の増減などの変化がどのような予測

結果に結びついているかを解釈することができる。

Sensitivity analysisを用いた研究には、Mussoneら [4]の研

究が挙げられる。Mussoneらは、構築した交通事故における重

症度を予測する多層ニューラルネットワークによる予測モデル

を用いて、入力された道路状況や運転者の属性について摂動さ

せ、それらの属性が重症度の予測に影響しているのかを分析し

ている。

4 関 連 研 究

4. 1 健康診断データを用いた生活習慣病の発症予測に関する

研究

恒川ら [5]は、健康診断データを入力とした悪性新生物を除

いた、生活習慣病を 1 年以内に発症するかについてランダム

フォレストを用いて、発症した例を正例、発症しなかった例を

負例とした 2値について予測を試みている。この研究では、健

康保険組合が保有する医療機関を受診した際に発行される診療

報酬明細書などのレセプト情報を活用している。正例に用いら

れているデータは、レセプト情報から生活習慣病が重症した患

者を抽出し、レセプト情報に記載された時点から直前 1年間以

内にその患者が受診した健康診断でのデータを取り出したもの

である。一方、負例に用いられているデータは、全体の健康診

断データのうちそれぞれの健康診断を受診した人が、その健康

診断を受診してから 1年以内にレセプト情報が存在する場合の

みを対象として取り出している。

4. 2 電子カルテデータを用いた糖尿病の発症予測に関する

研究

Garske [6]は、電子カルテデータから抽出されたデータを入

力とする、深層学習を用いた糖尿病の発症予測を試みている。

この研究では、6か月、12か月、18か月、24か月後にそれぞ

れの段階で、糖尿病を診断されるか、否かとした 2値について

予測を試みている。学習に用いたデータセットは、電子カルテ

データから抽出した、年齢、性別、人種や家族に糖尿病の患者

がいたか、異常血圧であるか、ヘモグロビン A1cに関する値、

BMI に関する値、収縮期血圧及び拡張期血圧に関する値から

なる 22種の属性から構成されている。データセットに含まれ

る患者からは、すでに 2型糖尿病または妊娠糖尿病と診断され

ている、もしくは代謝性疾患の履歴を持つ者を除外している。

この研究では、6か月、12か月、18か月、24か月後について

予測を行う学習モデルをそれぞれ構築し、比較している。

4. 3 リカレントニューラルネットワークを用いた健康診断に

おける測定値の予測に関する研究

Kimら [7]は、複数年にわたる健康診断データを用いて健康

診断で測定される測定値について予測を試みている。この研究

では、人為的要因などよって特定の検査項目が欠損していた場

合に、その検査項目に関連した疾患について診断を下すことが

できないという問題に着目している。健康診断を受診したとし



ても、検査による測定値が失われずに取得されなければ、疾患

の判定や診断を行うことはできない。そのため、この研究では

それらの欠損を持つ健康診断データに対しても診断を行うこと

できるように、欠損した測定値について予測を試みている。そ

のデータセットを、時系列性を考慮して学習させることができ

る単純なリカレントニューラルネットワーク、LSTM、ロジス

ティック回帰を用いてそれぞれ予測させ、比較を試みている。

4. 4 健康診断データを用いた次年度の健康診断の非受診者予

測に関する研究

下田ら [8]は、ある年の健康診断データと、その年及び過去

数年間の健康診断受診の有無を用いて、ある年の健康診断を受

診した人が翌年に健康診断を受診するか否かについて予測を試

みている。健康診断は、受診した結果による診断と、それに対

しての健康指導を行うことによって、疾患の発症予防や早期発

見を目的とするものである。そのため、受診しなければその効

果を発揮することはできない。そのためこの研究では、健康診

断の受診率を向上させるために健康診断データからある受診者

が次年度に健康診断を受診するか、否かの 2値について予測を

試みている。

5 実 験 方 法

5. 1 構築する予測モデルの探索方法

予測モデルの構築には、複数の層からなるニューラルネット

ワークを組み合わせた機械学習手法である多層ニューラルネッ

トワークを用いた。多層ニューラルネットワークは、機械学習

手法において高い予測性能とモデル設計の自由度の高さから近

年、多様な研究が行われている。本研究では、多層ニューラル

ネットワークによる予測モデルの構築にあたって、以下の 4点

についてパラメータを変更し最良のモデルの探索を行った。モ

デルを構成する多層ニューラルネットワークの層は、すべて全

結合層とした、各層の活性化関数には、ReLU関数を用い、出

力層の活性化関数には、シグモイド関数を用いた。また、損失

関数には、Binary Cross Entropyを用いた。

• モデルを構成する層数 : 1層から 10層

• 各層のユニット数: 2, 4, 8, 16, 32, 64, 128, 256

• Optimizer : SGDまたは Adam

• Optimizerの学習率 : 0.01, 0.001, 0.0001, 0.00001

以上の変化のみによる探索だけでなく、それらの変化に加え

てモデルの各層を構成している全結合層間に

• Batch Normalization層

• Dropout層 (Dropout率 0.2)

をそれぞれ挿入して探索を行った。

モデルごとに訓練データを用いて学習を行い、テストデータ

を用いて評価を行った。

モデルの学習では、200エポックずつ学習を行った。それぞ

れのエポックごとに検証データを用いて性能の検証を行い、検

証データを用いた損失関数による値が 200エポックの間で最小

となったモデルを採用した。また、連続して 20エポックの間に

損失関数による値が改善しなかった場合には、Early Stopping

により学習を打ち切った。

5. 2 予測モデルの評価指標

予測モデルの評価指標として、以下の指標を計算した。

• 正確度 (Accuracy)

• 適合率 (Precision）

• 再現率 (Recall)

• F1値 (F1 Score)

• マシューズ相関係数 (Matthews Correlation Coefficient,

MCC) [9]

マシューズ相関係数は、それぞれの正解と予測結果の関係が

表 1のような関係で表されるとき、

表 1 正解と予測結果の関係

予測

Positive Negative

正解
Positive TP FP

Negative FN TN

次の式で導出される指標である。

MCC =
(TP × TN)− (FP × FN)√

(TP + FP )× (TP + FN)× (TP + FP )× (TN + FN)

本研究で扱う「健康診断」では、その性質上、健康診断を受

診したすべての受診者に異常が見つかるわけではない。よって、

受診者のうち、健康な受診者よりも、異常が見つかる受診者の

割合が少ない。そのため、本研究で扱う健康診断データによる

データセットは、健康な受診者と異常が見つかる受診者の人数

差が大きい不均衡なデータセットである。ゆえに、正確度だけ

では正しい予測性能を持ったモデルかどうか判断することはで

きない。すべての予測結果を健康であるとしたときであっても、

高い正確度となるためである。

一方、マシューズ相関係数は、−1から 1の間の値をとり、表

1における TPと TNがそれぞれ多いほど値が 1に、それぞれ

少ないほど値が −1に近づく指標である。また、マシューズ相

関係数では、予測対象の 2値どちらを正例・負例としても同じ

値が導かれるため、正例・負例の 2値に対して、正しく予測で

きているかを評価することができる。本研究ではマシューズ相

関係数による値によって比較を行い、最良なモデルを選択した。

5. 3 データセットの概要

本研究に使用しているデータセットは、「筑波大学附属病院

水戸地域医療センター JA 茨城県厚生連総合病院 水戸協同病

院」で収集された健康診断データを用いた。

データセットに含まれる年度は、2016年度、2017年度、2018

年度の 3年度である。

データセットに含まれている属性のうち、含まれる値のうち

95%以上が欠損している属性については、学習に用いる属性か

ら除外した。また、糖尿病以外の測定値についての判定につい

ては、学習に用いる属性から除外した。

学習に用いた属性のうち、質問票の質問項目以外の属性は、



年齢、性別、身長、体重、胴囲、BMI、収縮期血圧、拡張期血

圧、総コレステロール、LDLコレステロール、HDLコレステ

ロール、空腹時血糖（FBS）、ヘモグロビン A1c(HbA1c)、糖

尿病の判定、ヘモグロビン、赤血球数、ヘマトクリット、白血

球数、尿酸、尿検査：潜血、尿検査：タンパク質、尿検査：グ

ルコース、便潜血：1日目、便潜血：2日目、中性脂肪、コリ

ンエステラーゼ（ChE）、クレアチニン、アルブミン、アラニ

ントランスアミナーゼ、アスパラギン酸トランスアミナーゼ、

γ-グルタミルトランスペプチダーゼ、C反応性タンパク質、電

気心電図についての判定、腹部エコーについての判定、胸部 X

線についての判定、上部消化管 X 線についての判定、眼科に

ついての判定、血清についての判定、肝炎についての判定から

なる 39種類である。各判定は、「特になし、軽度異常、経過観

察、要治療、要精検、治療中」の 6段階である。

また、質問票の質問項目を表 2に示す。

表 2 データセットに含まれる属性 (質問票)

質問内容

Q1：血圧を下げる薬の使用の有無

Q2：インスリン注射又は血糖を下げる薬の使用の有無

Q3：コレステロールを下げる薬の使用の有無

Q4：医師から、脳卒中（脳出血や脳梗塞等）にかかっていると

いわれたり、治療を受けたことがありますか。

Q5：医師から、心臓病（狭心症や心筋梗塞等）にかかっていると

いわれたり、治療を受けたことがありますか。

Q6：医師から、慢性の腎不全にかかっていると

いわれたり、治療（人工透析）を受けたことがありますか。

Q7：医師から、貧血といわれたことがある。

Q8：最近 1ヶ月間、たばこを吸っている。

Q9：20 歳のころより体重は 10kg 増えた。

Q10：1 回 30 分以上の軽く汗をかく運動を週 2 日以上、

1 年以上実施している。

Q11：日常生活において歩行又は同等の身体活動を

1 日 1 時間以上実施している。

Q12：ほぼ同じ年齢の同性と比較して歩く速度は速い。

Q13：この 1 年間で体重の増減が± 3kg 以上あった。

Q14：人と比較して食べる速度が速い。

Q15：就寝前の 2 時間以内に夕食をとることが

週に 3 回以上ある。

Q16：夕食後に間食 (3 食以外の夜食) をとることが

週に 3 回以上ある。

Q17：朝食を抜くことが週に 3 回以上ある。

Q18：お酒（清酒、焼酎、ビール、洋酒など）を飲む頻度

Q19：飲酒日の１日当たりの飲酒量

Q20：睡眠で休養が十分とれている。

Q21：運動や食生活等の生活習慣を改善してみようと思いますか。

Q22：生活習慣の改善について保健指導を受ける機会があれば、

利用しますか。

6 データセットへの前処理

5. 3節で述べたデータセットに対して、以下の前処理を行った。

6. 1 欠損値の処理

値が一部欠損している属性のうち、検査による測定値など連

続値による属性については、欠損値をその属性の平均値に置き

換えた。また、質問票の質問項目の回答などの離散値による属

性については、欠損値を欠損であることを示す値に置き換えた。

6. 2 連続値の標準化

データセットに含まれてる連続値である収縮時血圧や空腹時

血糖といった属性は、大小の範囲が異なる。そのため、それぞ

れの属性における大小の範囲の差異を除くために、属性ごと

に標準化を行った、標準化では、その属性の平均値を 0、分散

を 1となるように scikit-learnの StandardScalerを用いて行っ

た。まず訓練データを標準化し、次にテストデータに対して訓

練データの平均値及び分散となるように標準化を行った。値 x

について、標準化による変換は、属性の平均値を µ、標準偏差

を σ、標準化後の値を z としたときに、以下の式で表される。

z =
x− µ

σ

6. 3 離散値の One-Hot表現化

データセットには、検査による測定値などの連続値と、質問

票の質問項目の回答といった離散値がどちらも含まれている。

離散値の値の大小には意味がない。そのため、連続値及び離散

値の属性を組み合わせて学習に利用できるように離散値の属性

を One-Hot表現とした。

6. 4 正解ラベルのラベリング

データセットの属性に含まれている、測定値から判定された

糖尿病の判定には、「特になし、軽度異常、経過観察、要精検、

要治療、治療中」の 6段階である。この 6段階の判定について

年度間の判定を比較し、入力年度の次年度における糖尿病の判

定の変化が「維持・改善」及び「悪化」の二種類となるように

ラベリングを行った。ラベリングでは、年度間の糖尿病の判定

を比較し、入力年度よりも次年度の判定が改善または変化しな

かった場合には、「維持・改善」、入力年度よりも次年度の判定

が悪化方向へ変化している場合には、「悪化」とした。本研究で

は、入力年度の判定が「特になし」、「軽度異常」、「経過観察」

である受診者のデータのみを使用し、入力年度の判定がそれら

以外の受診者のデータは使用しなかった。

正解ラベルのラベリング例を表 3に示す。

表 3 正解ラベルのラベリング例

入力年度の判定 次年度の判定 正解ラベル

特になし 軽度異常 悪化

軽度異常 軽度異常 維持・改善

経過観察 軽度異常 維持・改善

このうち、次年度の糖尿病の判定のうち「治療中」は、その

受診者が確実に治療中であると判断するために、質問票の質問

項目である「Q2：インスリン注射又は血糖を下げる薬の使用の

有無」に「はい」と回答している受診者を「治療中」として扱

い、糖尿病の判定が「治療中」にもかかわらず、「いいえ」と回



答している場合には、学習に用いるデータセットから除外した。

次年度の糖尿病の判定が「治療中」にもかかわらず、「Q2：イ

ンスリン注射又は血糖を下げる薬の使用の有無」に「いいえ」

と回答していた受診者は、2人だった。

6. 5 データセットの分割

予測モデルの学習及び評価に用いるために、前処理を行った

データセットに対して訓練データ・検証データ・テストデータ

の比が「8:1:1」となるように分割を行った。分割したデータご

とのサイズは表 4に示す。

表 4 分割したデータセット

訓練データ 検証データ テストデータ 合計

維持・改善 2764 346 346 3456

悪化 506 85 86 677

6. 6 質問票の回答に対する摂動

本研究に用いている健康診断データによるデータセットには、

受診者が回答した質問票の質問項目が 22 項目含まれている。

これらの質問には、現在の使用している薬の有無や既往歴を質

問した項目、現在の生活習慣を質問した項目、現在までの体重

の変化を質問した項目などがある。これらの質問項目は、健康

診断データに含まれる測定値とは異なり、その回答が直接疾患

の診断にはつながらない。しかし、これらの回答は、生活習慣

といった、現時点の検査では分からない受診者の状態を把握す

ることができる。また、健康診断によりこれらの生活習慣を把

握し、それらを改善するように指導することによって、受診者

の健康状態を現在よりも良い状態へ導くことができる。健康診

断が予防対象としている疾患である生活習慣病は、感染症のよ

うに急性的に発症するわけではなく、不摂生な生活習慣などを

続けた結果に待ち受ける疾患である。それゆえに、現時点で健

康診断によって測定される値によって、異常が見つかるという

ことは、過去の生活習慣の結果が反映された結果ともいえる。

そのため、本研究では、この質問票の質問項目の回答につい

て着目する。入力された値と予測モデルによる予測結果の関係

を解釈するために、他の属性を固定し、それぞれの質問項目の

回答に対して摂動を与えて予測モデルに予測させる。そして、

摂動を与える前のデータと与えた後のデータでは予測結果が変

化するかを実験し、その結果が変化する場合には、その結果が

人間にとって理解できる変化であるかを考察する。

質問項目以外の属性は、現時点においてすでに確定している

結果であり、受診者が変えることはできない。しかし、個人の

努力によって生活習慣などは変化させることができ、また予測

結果の変化が客観的に理解できるため、質問票の質問項目の回

答に着目した。

質問票の質問項目の回答に対する摂動を与える実験の手順を

以下に示す。

（ 1） 摂動させる質問項目を 1つ選択する。

（ 2） その質問項目の回答について、摂動を与える。

（ 3） 質問項目の回答について摂動を与えなかった健康診断

データを予測モデルに入力し、予測させる。

（ 4） 質問項目の回答について摂動を与えた健康診断データ

を予測モデルに入力し、予測させる。

（ 5） 摂動を与えなかったデータと摂動を与えたデータの間

で予測結果が変化したかそれぞれ集計する。

（ 6） 2から 4を回答の種類だけ繰り返す。

実験にはテストデータを使用し、それぞれの質問項目ごとに

その質問項目の回答を変化させることができるデータのみを抽

出した。例えばある質問項目の回答を「はい」から「いいえ」

へ変化させる場合には、テストデータから「はい」と回答して

いるデータのみを抽出した。

7 実 験 結 果

7. 1 実 験 設 定

学習に用いるデータセットに含まれる正解ラベルの比率が不

均衡であるため、正解ラベルの「維持・改善」及び「悪化」に対

して、それぞれ表 5の重みを設定し学習を行った。各ラベルの

重みの算出には、scikit-learnの compute class weightメソッ

ドを用いた。

表 5 正解ラベルごとの重み

正解ラベル 重み

維持・改善 0.62409551

悪化 2.51457726

7. 2 構築した予測モデル

探索した結果、最もマシューズ相関係数が高い予測モデル

は、8 層からなる図 7. 2 の構造を持つモデルとなった。なお、

この予測モデルの全結合層間には、Batch Normalization層及

び Dropout層は挿入されていない。

構築した予測モデルの Optimizer と Optimizer の学習率を

以下に示す。

• Optimizer: SGD

• Optimizerの学習率: 0.01

図 1 構築した予測モデルの構造

7. 3 機械学習手法間での予測性能の比較

関連研究で用いられていた手法のうち、以下の手法について

同様のデータセットを用いて学習を行い、テストデータを用い

て評価を行った。構築した予測モデルの学習と同様に、学習時

に正解ラベルの「維持・改善」及び「悪化」に対して、表 5の

重みを設定した。



• 勾配ブースティング決定木 (XGBoost) [10]

• ランダムフォレスト

• ロジスティック回帰

• サポートベクターマシン (SVM)

それぞれの手法における評価指標ごとの値を表 6 を示す。

Precision、Recall、F1 Scoreは、「悪化」ラベルに対して算出

した値を示す。

表 6 機械学習手法間の比較
手法名 Accuracy Precision Recall F1 Score MCC

構築したモデル 0.715 0.390 0.788 0.521 0.394

XGBoost 0.787 0.462 0.506 0.483 0.350

ランダムフォレスト 0.606 0.351 0.612 0.446 0.280

ロジスティック回帰 0.812 0.540 0.318 0.400 0.312

SVM 0.696 0.363 0.718 0.482 0.343

7. 4 Permutation importance

構築した予測モデルに対して、テストデータを用いてモデ

ルに入力された各属性の Accuracyに基づく Permutation im-

portanceを算出した。各属性の Permutation importanceのう

ち、上位 25属性を図 2に示す。

図 2 予測モデルにおける Permutation importance

8 考 察

8. 1 予測モデルの性能

今回構築した予測モデルでは、比較した機械学習手法よりも、

マシューズ相関係数による評価に基づき高い予測性能を持つ予

測モデルを構築することができた。本研究では、データセット

の都合上、予測対象を「維持・改善」及び「悪化」の 2値とし

た。しかし、予測対象を「維持」、「改善」及び「悪化」の 3値

分類や 6段階の糖尿病の判定そのものを予測対象とすることが

できれば、より糖尿病の進行を予測する予測モデルとしての有

用性が高まると考えられる。本研究で使用したデータセットは、

一般に多層ニューラルネットワークによる予測モデルの学習に

用いられるデータセットのサイズよりも比較的小規模であった。

個人を特定可能な高度な個人情報を含む健康診断データを大規

模にかつ継続的に収集することは難しいが、より大規模なデー

タセットを使用することができれば、予測性能の向上や予測モ

デルについてより良い評価を行うことができると考えられた。

8. 2 Permutation importance

図 2 の Permutation importance の算出結果を見ると、「糖

尿病の判定」や「ヘモグロビン A1c」、「空腹時血糖値」といっ

た糖尿病の診断や判定に用いられる属性が上位に位置している

ことが分かる。この結果から今回構築した予測モデルでは、既

存の糖尿病の判定や診断に用いられる指標を考慮した学習及

び予測を行うことができていると考えられる。また、糖尿病の

診断や判定に用いられる属性につづいて、「年齢」や「体重」、

「BMI」といった属性も上位に位置していることが分かる。糖

尿病は、加齢や肥満などにより発症する可能性が高まる疾患で

あるため、これらの属性についても考慮した予測を行うことが

できていると考えられる。

また、腎臓の状態を把握するために測定されるタンパク質で

ある「クレアチニン」や血中の状態を把握するための血液中の

赤血球の体積である「ヘマトクリット」や「総コレステロール

値」が上位に並んでいることが分かる。これらの結果から、今

回構築した予測モデルは、糖尿病に関する指標だけでなく、他

の指標の関係を考慮した予測を行うことができていると考えら

れる。本研究では触れることができなかったが、これら属性の

値の変動や相互関係が予測結果に影響を与えているか分析する

ことによって、糖尿病の判定及び診断には、現在直接用いられ

ていない属性と糖尿病の関係性を明らかにすることができると

考えられる。

8. 3 質問票の回答に対する摂動

質問票の質問項目には、受診者の生活習慣などから診断や健

康指導を行うことができるようにそれぞれ意図が設定されてい

る。厚生労働省健康局の標準的な健診・保健指導プログラム [11]

において示されている質問の意図に従い、その予測結果の変化

がその質問の意図に従っているか判断した。

既往歴の有無や薬の使用の有無を尋ねた質問では、既往歴が

ある、薬を使用しているとした回答を、既往歴がない、薬を使

用していないと回答を変化させたときに「維持・改善」となり、

既往歴がない、薬を使用していないとした受診者の回答を、既

往歴がある、薬を使用しているとしたときに「悪化」となるか

判断した。

生活習慣について尋ねた質問では、生活習慣としてより好ま

しい回答へ変化させたときに「維持・改善」となり、生活習慣

として好ましくない回答へ変化させたときに「悪化」となるか

判断した。

飲酒及び喫煙について尋ねた質問では、現在の回答から飲酒

及び喫煙を控えた回答へ変化させたときに「維持・改善」とな

り、現在の回答から飲酒及び喫煙する回答へ変化させたときに

「悪化」となるか判断した。

生活習慣の改善への意識について尋ねた質問では、現在の回

答より改善への意識が高い回答へ変化させたときに「維持・改

善」となり、現在の回答よりも改善への意識が低い回答へ変化

させたときに「悪化」となるかを判断した。

それぞれの回答の変化及び予測結果の変化と質問意図との比

較を表 7に示す。



表 7 回答の変化及び予測結果の変化と質問意図との比較

質問内容 質問意図と一致 質問意図と相違

Q1 ○

Q2 ○

Q3 ○

Q4 ○

Q5 ○

Q6 ○

Q7 ○

Q8 ○

Q9 ○

Q10 ○

Q11 ○

Q12 ○

Q13 ○

Q14 ○

Q15 ○

Q16 ○

Q17 ○

Q18 ○

Q19 ○

Q20 ○

Q21 ○

Q22 ○

また、回答の変化と予測結果の変化が質問の意図と一致した

質問項目と一致しなかった質問項目の摂動による予測結果の変

化をそれぞれ 2項目ずつ示す。それぞれの円グラフ上の値は、

「維持・改善」と「悪化」ラベルごとに摂動を与えた後のデータ

により予測された件数を示している。

8. 3. 1 回答の変化と質問の意図が一致した質問項目

図 3 Q10 における摂動による変化

図 4 Q20 における摂動による変化

8. 3. 2 回答の変化と質問の意図が一致しなかった質問項目

図 5 Q8 における摂動による変化

図 6 Q11 における摂動による変化

表 7より、質問票の質問項目の回答を摂動させたときに、回

答の変化による予測結果の変化が質問の意図と一致したもの

は、12項目である。一方、回答の変化と予測結果の変化が質問

の意図と一致しなかったものは、10項目である。多くの質問項

目において、回答の変化による予測結果の変化が質問の意図と

一致していた。そのため、構築した予測モデルでは、これらの

質問項目の意図を考慮した予測を行うことができていると考え

られる。一方で、回答の変化による予測結果の変化質問の意図

と一致しなかった質問項目もある。例えば、図 5の「Q8：最近

1ヶ月間、たばこを吸っている。」の質問では、喫煙していた受

診者を「喫煙しない」と変化させると一部の「悪化」と予測さ

れていた受診者において、「維持・改善」に予測結果が変化し

た。また、喫煙していなかった受診者を「喫煙する」と回答を

変化させたときにも、一部の「維持・改善」と予測されていた

の受診者において、「悪化」と予測結果が変化した。

喫煙は、血糖値を上昇させ、糖尿病の発症を促進するとされ

ているため、回答の変化による予測結果の変化が質問の意図と

一致していない。一方で、福井ら [12]は、運動や適度な飲酒習

慣は、インスリン抵抗性を低下させ、一方で喫煙習慣はインス

リン抵抗性については影響を与えないと報告している。インス

リン抵抗性は、臓器がインスリンの影響を受けづらくなり体内

でのインスリンの作用が低下している状態を指す。また、喫煙

者が禁煙した場合、食欲が増し体重が増加することがあり、生

活習慣を意識しなければ肥満につながることがある。肥満もま

た糖尿病の発症原因の 1 つである。今回構築した予測モデル

は、データセットからこれらの関係を学習したと考えることも

できる。

本研究で構築した予測モデルでは、入力年度の健康診断デー



タを用いて次年度の糖尿病の判定を予測している。したがって、

受診者の生活習慣の変化を踏まえない短期的なデータを用いた

予測となっている。また、予測性能もマシューズ相関係数によ

る評価により他の機械学習手法と比較して優位であっても、単

純な正確度の観点から見るとテストデータの 7 割しか正しく

予測することができていない。そのため、モデルの学習に起因

し、喫煙しない受診者を「喫煙する」と変化させた場合に、「維

持・改善」と予測が変化するという結果につながったとも考え

られる。

受診者の生活習慣の変化を考慮するためには、複数年の健康

診断データを時系列データとして扱い、生活習慣の変化を踏ま

えた予測モデルの構築を行う必要があると考えられる。それに

より、今回の摂動による予測結果の変化が、予測モデルの性能

によるものなのか否かを正確に検証することができると考えら

れる。

9 お わ り に

本研究では、医療データのうち健康診断データを用いて、次

年度の健康診断における糖尿病の判定を予測するモデルを構

築した。その予測モデルを解釈可能とするために、入力した健

康診断データにおけるどの属性を重視して予測しているのか

を Permutation importanceを用いて示した。また、質問票の

質問項目の回答と予測結果の関係について着目し、Sensitivity

analysisによって入力する質問表の質問項目の回答を摂動させ

ることにより、その回答の変化が「維持・改善」及び「悪化」

の予測に影響するのかを示した。

パラメータを変化させモデルの探索を行った結果、本研究で

は他の機械学習手法よりも高い予測性能を持つモデルを構築す

ることができた。多層ニューラルネットワークは、様々なモデ

ル設計を行うことができるが、今回は全結合層から構成される

モデルのみしか扱うことができなかった。また、予測モデルに

おける属性の重要度である Permutation importanceの算出結

果からは、入力時点での糖尿病の判定や糖尿病の診断や判定に

用いられる指標を重視した予測を行っていることが分かった。

この点から、糖尿病について予測する予測モデルとして正しい

指標をもとに予測できていると考えられた。また、糖尿病の診

断や判定に用いられる指標以外も、重視した予測を行っている

ことがわかり、これらの値を変化させ予測し、入力と出力の関

係を細かく分析することによって新たな関係性を見つけられる

と考えられた。

質問表の質問項目の回答に摂動を与える Sensitivity analysis

では、多くの質問項目において回答の変化と予測結果の変化が

質問の意図と一致した。本研究で構築した予測モデルでは、一

致した質問項目について、これらの質問項目の意図を考慮した

予測を行うことができていると考えられる。一方で、一致しな

かった質問項目もあり、それらの回答の変化と予測結果の関係

は、予測性能に起因するものか否かを検証する必要がある。本

研究で構築した予測モデルでは、ある 1年度の健康診断データ

を入力し、その次年度の糖尿病の判定について予測を試みた。

したがって、予測モデルの学習及び予測では、入力年度時点で

の健康状態や生活習慣しか考慮することができず、それまでの

健康状態の変化や生活習慣を考慮することができていない。生

活習慣や健康状態は、日々変化しているため、それらを考慮し

た予測モデルを構築することができれば、より高い予測性能を

持つ予測モデルを構築することができると考えられる。今後の

課題として、生活習慣や健康状態の経年変化を考慮した予測モ

デルを構築する必要があると考えられる。
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